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ВСТУП 

Актуальність теми зумовлена швидким розвитком технологій 

комп’ютерного зору та штучного інтелекту, які знаходять широке застосування 

в різних сферах життя – від автоматизації промислових процесів до медичної 

діагностики та побутових додатків. Ідентифікація зображень, як ключовий 

напрям комп’ютерного зору, відіграє важливу роль у створенні систем, здатних 

розпізнавати об’єкти, класифікувати їх та аналізувати візуальні дані з високою 

точністю. Сучасні виклики, такі як обробка великих обсягів неструктурованих 

даних, необхідність роботи в реальному часі та обмежені обчислювальні 

ресурси, підкреслюють потребу в розробці ефективних і доступних рішень, які 

поєднують високу точність із практичною застосовністю. Зокрема, створення 

систем для автоматичної класифікації об’єктів, таких як тварини на фотографіях, 

має значний потенціал для використання в освіті, екологічних дослідженнях, 

управлінні даними та інших галузях. 

Наукові дослідження в галузі комп’ютерного зору активно розвиваються 

як у світі, так і в Україні. Серед закордонних науковців значний внесок у 

розвиток методів ідентифікації зображень зробили Szeliski R., He K., Redmon J., 

Lowe D.G., а серед вітчизняних – Білан С.М., Гнатів Р.М., Семенов В.В. та інші. 

Незважаючи на досягнення, питання створення універсальних, швидких і точних 

систем ідентифікації зображень, адаптованих до обмежених ресурсів і реальних 

умов, залишаються актуальними. Особливо це стосується розробки моделей, які 

здатні працювати з невеликими наборами даних і забезпечувати стабільну 

продуктивність у змінних умовах, таких як різне освітлення чи складний фон. 

Мета роботи полягає у розробці системи ідентифікації зображень на 

основі згорткової нейронної мережі (CNN) для автоматичної класифікації тварин 

(котів, собак, птахів) на фотографіях із забезпеченням високої точності, 

швидкості обробки та можливості практичного впровадження. 

Завданнями роботи є: 

 Проведення аналізу сучасних технологій і методів комп’ютерного зору, 

включаючи класичні алгоритми та нейронні мережі. 
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 Формулювання задачі класифікації зображень і вибір оптимального 

методу на основі згорткових нейронних мереж. 

 Розробка архітектури моделі CNN, враховуючи обмеження 

обчислювальних ресурсів і вимоги до точності. 

 Програмна реалізація системи з використанням Python і TensorFlow, 

включаючи навчання та тестування на наборі даних із 3000 зображень. 

 Оптимізація моделі для зменшення перенавчання, покращення 

класифікації складних об’єктів (птахів) і підвищення продуктивності. 

 Інтеграція системи в графічний і веб-інтерфейс для демонстрації 

практичного застосування. 

 Порівняння розробленої моделі з традиційними методами (SIFT, HOG) 

і готовими рішеннями (MobileNetV2) для оцінки ефективності. 

Об’єктом дослідження є процес ідентифікації зображень за допомогою 

методів комп’ютерного зору та машинного навчання. 

Предметом дослідження є методи, алгоритми та програмні засоби 

розробки системи класифікації зображень на основі згорткових нейронних 

мереж, включаючи архітектуру моделі, обробку даних і користувацький 

інтерфейс. 

Методи дослідження включають аналіз і синтез для вивчення існуючих 

технологій, моделювання при розробці архітектури CNN, об’єктно-орієнтоване 

програмування для реалізації системи, експериментальні методи для тестування 

та оцінки продуктивності, а також порівняльний аналіз для зіставлення з іншими 

підходами. 

Практичне значення роботи полягає у створенні системи ідентифікації 

зображень, яка забезпечує точність класифікації 86.5%, F1-Score 0.86 і час 

обробки 0.22 секунди на стандартному обладнанні. Система може бути 

використана для автоматичного сортування фотографій, моніторингу тварин у 

притулках, екологічних досліджень та освітніх додатків, а її інтеграція в 

графічний і веб-інтерфейс забезпечує зручність для кінцевих користувачів. 
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РОЗДІЛ 1. ОГЛЯД ТЕХНОЛОГІЙ І МЕТОДІВ ІДЕНТИФІКАЦІЇ 

ЗОБРАЖЕНЬ 

 

1.1 Основи комп'ютерного зору та методи ідентифікації 

Комп'ютерний зір - це міжгалузева сфера, що поєднує інформатику, 

математику та інженерію з метою створення систем, що можуть розуміти 

візуальні дані, отримані з оточуючого середовища. Її завдання - відтворити 

властивості людського зору, а саме – здатність розпізнавати об'єкти, аналізувати 

сцени та приймати рішення на основі зображень чи відео. У разі ідентифікації 

зображень комп'ютерний зір є критичним, оскільки дає машинам змогу не просто 

"бачити", а й класифікувати об'єкти, визначати їх властивості та взаємозв'язки. 

Актуальні системи комп'ютерного зору застосовуються у численних галузях: від 

безпілотних авто до медичної діагностики, де точна ідентифікація об'єктів є 

надзвичайно важливою. [1] 

Цифровий образ, що постає стрижнем аналізу в комп'ютерному зорі, 

зображено як двовимірний масив пікселів (для чорно-білого формату) або 

тривимірний (для кольорових зображень з RGB-форматом). Кожен піксель 

визначається числовим значенням, котре вказує на інтенсивність світла або 

колір. Ці дані використовуються як база для подальшої обробки. Процедура 

розпізнавання зображення, як правило, включає декілька фаз: попередня 

обробка, виокремлення ознак та безпосереднє розпізнавання. Кожна фаза 

реалізується із застосуванням конкретних методів та інструментів. [2] 

Попередня обробка – це перший етап підготовки зображення до аналізу. 

Вона охоплює різноманітні операції, націлені на покращення якості зображення 

перед подальшим дослідженням. Зокрема, відбувається усунення небажаних 

артефактів, таких як шум (за допомогою фільтрів, як-от Гауссове розмиття чи 

медіанний фільтр). Також проводиться нормалізація яскравості та контрасту, аби 

привести їх до єдиного стандарту. Не менш важливим є зміна розміру 

зображення, що забезпечує узгоджені умови обробки. Наприклад, реальні 

зображення часто страждають від дефектів, спричинених поганим освітленням, 
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тремтінням камери чи оптичними спотвореннями, які потребують виправлення 

для підвищення точності кінцевого аналізу. До попередньої обробки може 

належати перетворення кольорового простору, наприклад, з RGB у HSV, що 

сприяє спрощенню виділення об'єктів на основі їхнього кольору. [3] 

Наступним кроком буде виокремлення ознак (feature extraction), що дає 

змогу системі "збагнути" суть зображення. Класичні підходи комп'ютерного зору 

ґрунтуються на розпізнаванні ключових компонентів, серед яких: 

− способи, як-от оператор Собеля, Прюітта або Кенні, виявляють раптові 

зміни інтенсивності пікселів, сигналізуючи про кордони об'єктів. Скажімо, 

алгоритм Кенні поєднує згладжування, розрахунок градієнтів та порогову 

обробку для формування чітких контурів, що слугують основою для наступного 

аналізу форми. 

− поділ зображення на змістовні області, наприклад, застосовуючи 

порогову обробку, кластеризацію (k-means) або методи, що базуються на 

контурах. Це дає змогу відокремити об'єкт від фону, що є критично важливим 

для ідентифікації. 

− алгоритми, такі як детектор кутів Гарріса, визначають характерні точки 

(кути, точки перетину), які можна застосувати для порівняння зображень чи 

побудови дескрипторів. [4] 

Ідентифікація, як фінальний акорд процесу, передбачає зіставлення 

виокремлених характеристик з існуючими зразками або класами об'єктів. У 

класичних системах це часто реалізовувалося шляхом порівняння з архівними 

еталонними зображеннями, використовуючи показники подібності, як-от 

евклідова відстань або коефіцієнт кореляції. Наприклад, система могла 

визначити автомобіль, зіставляючи його обриси з колекцією зразків, або 

розпізнавати текст, досліджуючи форми літер. 

Традиційні методи розпізнавання зображень здебільшого базувалися на 

ручному визначенні ознак. Інженери самостійно обирали важливі 

характеристики, як-от форма, текстура, колір або розмір, що вважались 

актуальними для вирішення конкретного завдання. Скажімо, для розпізнавання 
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облич використовувались пропорції між очима, носом та ротом, а для виявлення 

дорожніх знаків брали до уваги геометричні фігури, такі як коло або трикутник. 

Однак, ці підходи мали істотні недоліки: вони були дуже чутливими до змін у 

масштабі, освітленні чи повороті об'єкта, а також вимагали значних зусиль для 

пристосування до нових типів зображень. [5] 

Щоб глибше засвоїти ключові підходи, давайте розглянемо приклади їх 

втілення з використанням бібліотеки OpenCV в Python: 

1. Виявлення країв за допомогою оператора Кенні 

Алгоритм Кенні є одним із найпоширеніших методів для знаходження 

контурів.  

 

Рис. 1.1 - Виявлення країв за допомогою оператора Кенні 

 

В цьому прикладі, спочатку зображення розмивається з метою зниження 

рівня шумів. Далі, алгоритм Кенні застосовує нижній (threshold1) та верхній 

(threshold (threshold2) пороги для визначення країв на основі градієнтів. [6] 

2. Сегментація за допомогою порогової обробки 

Порігова обробка дає змогу відрізнити об'єкт від тла, базуючись на 

яскравості пікселів: 
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Рис. 1.2 - Сегментація за допомогою порогової обробки 

 

Пікселі, котрі мають значення вище 127, перетворюються на білі (255), а 

ті, що нижче - стають чорними (0), внаслідок чого виникає двоколірне 

зображення. [7] 

3. Виявлення кутів за допомогою Harris Corner Detector 

Цей метод знаходить кути, які є стійкими до поворотів і змін масштабу: 

 

Рис. 1.3 - Виявлення кутів за допомогою Harris Corner Detector 

 

У цьому коді алгоритм Гаріса визначає локальні варіації яскравості, 

виділяючи кути червоним кольором на фінальному зображенні. 

4. Виявлення країв за допомогою оператора Собеля 

Оператор Собеля визначає градієнти в горизонтальному та вертикальному 

напрямках: 
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Рис. 1.4 - Виявлення країв за допомогою оператора Собеля 

Цей код обчислює градієнти у двох напрямках, а потім об'єднує їх, щоб 

створити мапу країв, яка підкреслює контури об'єктів. [8] 

5. Сегментація за допомогою кластеризації k-means 

Метод k-means групує пікселі за кольором, що корисно для виділення 

об'єктів: 

 

Рис. 1.5 - Сегментація за допомогою кластеризації k-means 
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У цьому прикладі зображення поділяється на три кольорові кластери, що 

дозволяє виділити об'єкти з подібними характеристиками. 

Ці ілюстрації демонструють фундаментальні операції комп'ютерного зору, 

що складають основу ідентифікації. Вони прості у програмуванні, проте 

ефективні для вирішення завдань з чітко визначеними об'єктами та умовами. 

Скажімо, знаходження контурів може застосовуватися для розпізнавання 

дорожніх знаків за їх контурами, а морфологічні операції - для підготовки 

зображень, зашумлених перешкодами. [9] 

Однак в реальних умовах, де наявне складне тло, мінливе освітлення або 

перекриття об'єктів, традиційні методи часто потребують поєднання з новітніми 

підходами, зокрема машинним навчанням. 

З приходом машинного навчання, особливо нейронних мереж, підходи до 

комп'ютерного зору зазнали значних змін. Замість ручного визначення ознак, 

системи почали незалежно "навчатися" виявляти важливі особливості з 

отриманих даних. Цей зсув став фундаментом сучасних систем ідентифікації, 

яким буде присвячено увагу у наступних розділах. Тим не менш, знання 

основних методів залишається актуальним, оскільки їх часто застосовують як 

додаткові інструменти в комбінованих системах або за обмежених 

обчислювальних можливостей. Скажімо, алгоритм Кенні може бути першим 

кроком у системі, що далі передає контури на нейронну мережу для класифікації. 

Отже, засади комп'ютерного зору закладають теоретичний та практичний 

підґрунтя для створення систем розпізнавання зображень. Вони комбінують 

математичні алгоритми, принципи обробки сигналів та програмування, 

формуючи основу для подальшого вдосконалення складніших і точніших 

методик. [10] 

 

1.2 Нейронні мережі та їх використання в розпізнаванні 

Нейронні мережі – одні з найсильніших інструментів сучасної 

комп'ютерної візії, які здійснили справжню революцію в підходах до 

ідентифікації та розпізнавання зображень. На відміну від класичних методів, що 
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базуються на ручному виокремленні ознак (feature engineering), нейронні мережі 

можуть автоматично "навчатися" виявляти ключові характеристики зображень з 

величезних обсягів даних. Така здатність до самонавчання стала фундаментом 

для розв'язання складних завдань, наприклад, класифікації об’єктів, детекції в 

реальному часі, розпізнавання облич, а також аналізу емоцій чи поведінки на 

основі візуальних даних. Їхню популярність визначають не тільки висока 

точність, але й універсальність, що дозволяє пристосовувати одну й ту саму 

архітектуру до різних областей. [11] 

Принципи функціонування нейронних мереж ґрунтуються на відтворенні 

структури людського мозку, де інформація опрацьовується через мережу 

взаємопов'язаних елементів – нейронів. Кожен нейрон отримує вхідні дані, 

застосовує до них вагові коефіцієнти, додає зміщення (bias) та пропускає 

результат через функцію активації, як-от ReLU (Rectified Linear Unit), сигмоїда 

чи тангенсоїд. Щодо розпізнавання зображень, особливу роль відіграють 

згорткові нейронні мережі (Convolutional Neural Networks, CNN), що спеціально 

сконструйовані для роботи з двовимірними даними, на зразок зображень. CNN 

включають кілька типів шарів: 

Згорткові шари (Convolutional Layers): використовують фільтри для 

аналізу вхідного зображення, відшукуючи локальні деталі, такі як кути, краї або 

текстури. Скажімо, фільтр з розміром 3x3 може "пройти" по зображенню, 

розраховуючи згортку для виявлення горизонтальних ліній, в той час як інший 

фільтр може спеціалізуватися на вертикальних структурах. [12] 

Пулінгові шари (Pooling Layers): знижують розмірність даних, зберігаючи 

ключову інформацію. Найбільш поширеним є максимальний пулінг (Max 

Pooling), що вибирає найбільше значення в зазначеному вікні, наприклад, 2x2, 

що допомагає скоротити обчислювальну складність і запобігти перенавчанню. 

Повнозв’язні шари (Fully Connected Layers): об'єднують всі знайдені 

характеристики для здійснення класифікації або розпізнавання, наприклад, 

визначаючи, чи зображення містить собаку або кота, або навіть конкретну 

породу тварини. 
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Процес тренування нейронної мережі передбачає оптимізацію її 

параметрів  шляхом застосування алгоритму зворотного поширення помилки та 

градієнтного спуску. Для цього використовуються великі обсяги даних, серед 

яких такі як ImageNet, Common Objects in Context або специфічні медичні бази. 

Під час навчання мережа Angledoola досліджує зображення, зіставляє власні 

передбачення з правильними відповідями та корегує ваги з метою зменшення 

функції втрат, наприклад, крос-ентропії. Цей процес здатен тривати від кількох 

годин до кількох діб, залежно від розмірів мережі та наявних обчислювальних 

потужностей. 

 Розвиток нейронних мереж розпочався з простих перцептронів у 1950-х 

роках, проте справжній прорив відбувся у 2010-х завдяки наявності великих 

масивів даних, продуктивних графічних процесорів та вдосконаленню 

алгоритмів. Застосування розпізнавання зображень сягає багатьох сфер, де 

автоматизація ще нещодавно видавалась неможливою.  

Наприклад, у системах охорони CNN знайшли застосування в 

розпізнаванні обличчя. Мережа може ідентифікувати особу, враховуючи 

неповторні риси, такі як дистанція між очима, форма підборіддя, контури губ, 

навіть зважаючи на зміни в освітленні або куті зйомки. [13] 

У медицині нейромережі сприяють діагностиці, аналізуючи рентгенівські 

знімки, МРТ або гістологічні зображення. Вони виявляють аномалії, скажімо, 

пухлини або переломи, які буває складно розгледіти неозброєним оком.  

У виробництві їх використовують для контролю якості, наприклад, для 

виявлення дефектів на поверхнях деталей або перевірки правильності збирання 

компонентів.  

У роздрібній торгівлі, як, наприклад, у Amazon Go, системи на основі CNN 

автоматично розпізнають товари, що їх покупці беруть з полиць, що усуває 

потребу в касах. [14] 

Серед популярних архітектур CNN варто виділити чотири основні типи: 

AlexNet (2012): одна з перших глибоких нейронок, яка показала домінування 

CNN у змаганнях ImageNet, застосовуючи 8 шарів та ReLU як функцію активації, 
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що відчутно пришвидшило процес навчання в порівнянні з традиційними 

сигмоїдними функціями. 

VGG (2014): глибша архітектура, що налічує 16 або 19 шарів, яка 

використовує невеликі фільтри (3x3) для покращення точності шляхом 

послідовного аналізу найменших деталей. [15] 

ResNet (2015): запроваджує концепцію залишкових з'єднань (residual 

connections), що дозволяє будувати надзвичайно глибокі мережі (до 152 шарів) 

без зниження продуктивності, вирішуючи проблему "зникнення градієнта". 

YOLO (You Only Look Once): модель для розпізнавання об'єктів в 

реальному часі, яка одночасно визначає координати об'єктів та їх класи, що 

робить її ідеальною для відеоспостереження чи автономних систем. 

Для ілюстрації звернімось до простого прикладу: створення та 

використання CNN для класифікації зображень, використовуючи бібліотеку 

TensorFlow у Python. 

Даний код, що показує найпростішу модель для розпізнавання рукописних 

цифр із набору даних MNIST: 
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Рис. 1.6 - Розпізнавання рукописних цифр із набору даних MNIST 

 

У цьому прикладі будується згорткова нейронна мережа (CNN), яка 

включає два згорткові шари, шари об'єднання (пулінгу) та повнозв'язні шари. 

Модель тренується для розпізнавання цифр від 0 до 9, забезпечуючи високу 

точність, що зазвичай перевищує 98%. [16] 

Переваги та недоліки. Нейромережі вирізняються певними перевагами: 

висока точність, здатність узагальнювати та пристосовуватися до складних 

ситуацій, як-от розпізнавання об'єктів на засмічених зображеннях або з 

частковим перекриттям. Наприклад, модель YOLO може в режимі реального 

часу виявляти десятки об'єктів на одному зображенні, що є надзвичайно 

важливим для автономного водіння або систем відеоспостереження. Вони також 

здатні працювати з неструктурованими даними, на зразок зображень з 

навколишнього середовища, де традиційні підходи виявляються безсилими. Але 

нейромережі мають і свої слабкі сторони: потреба у великій кількості анотованих 
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даних для навчання, значна обчислювальна складність, яка потребує потужного 

обладнання, та залежність від якості анотацій - помилки в даних можуть 

спричинити неправильні результати. [17] 

Для пом'якшення цих проблем використовують різні прийоми, зокрема 

перенесення навчання (transfer learning), коли заздалегідь навчена модель 

(наприклад, ResNet) адаптується до нової задачі з меншим набором даних, або 

аугментація даних (зміна яскравості, повороти), що дозволяє штучно збільшити 

обсяг тренувальних прикладів. 

 

Рис. 1.7 - Передача навчання з MobileNet 

 

У цьому випадку, MobileNetV2, створена з урахуванням потреб мобільних 

пристроїв, легко пристосовується до нового завдання, підкреслюючи 

адаптивність нейронних мереж. 

Отже, нейронні мережі стали наріжним каменем сучасних систем 

розпізнавання зображень, адже вони вміють опрацьовувати надзвичайно складні 

візуальні дані з вражаючою точністю та ефективністю. Це відчиняє двері до 

автоматизації завдань, які раніше вважались недоступними для машин. Вони 

безперервно вдосконалюються, інтегруючись із передовими технологіями, 
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такими як генеративні моделі (наприклад, GAN), робота з 3D-зображеннями або 

аналіз відеопотоків у режимі реального часу. [18] 

 

1.3 Існуючі системи та їх застосування та класифікація алгоритмів 

розпізнавання 

Сучасні системи розпізнавання зображень спираються на різноманітні 

технології та алгоритми, котрі дають змогу виконувати широкий спектр завдань– 

від елементарного розподілу об'єктів по класах до комплексного аналізу сцен, 

що відбуваються в реальному часі, або сегментації зображень з точністю до 

пікселя. Ці системи комбінують як класичні підходи комп'ютерного зору, так і 

передові методи машинного навчання, зокрема нейронні мережі, що суттєво 

підвищує їхню гнучкість і загальну продуктивність.  

Вивчення вже існуючих систем, практичних прикладів їх використання, а 

також класифікація алгоритмів розпізнавання є ключовим для розуміння їхніх 

можливостей, обмежень та вибору найкращого рішення для конкретної задачі, 

враховуючи вимоги до швидкості обробки, точності та наявних ресурсів. 

Наявні системи та їх використання.  [19] 

Наразі створено низку програмних бібліотек, платформ та готових систем, 

які активно застосовуються для розпізнавання зображень: 

Open Source Computer Vision Library - бібліотека з відкритим кодом, що 

надає підтримку як класичним підходам (на кшталт SIFT, SURF, HOG), так і 

інтеграцію з нейромережами через модуль DNN (Deep Neural Network). OpenCV 

- це багатофункціональний інструмент, який використовують в різних завданнях, 

від розпізнавання дорожніх знаків в системах самостійного керування 

автомобілем до аналізу відеопотоків у системах безпеки, а також в робототехніці 

для навігації. 

TensorFlow та PyTorch - платформи для створення, навчання та 

розгортання моделей глибокого навчання. Вони дають можливість розробляти 

власні системи ідентифікації, використовуючи попередньо навчені моделі, як-от 

Inception, EfficientNet або ResNet, чи конструювати нові архітектури з нуля. Ці 
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інструменти мають широке застосування в академічних дослідженнях, 

комерційних проєктах (скажімо, Google Photos для автоматичного сортування 

зображень) та спеціалізованих системах, таких як аналіз медичних зображень для 

виявлення захворювань. [20] 

You Only Look Once - система виявлення об'єктів у реальному часі, що 

одночасно визначає місцеположення об'єктів та їхні класи. Остання версія, 

YOLOv8, демонструє високу швидкість і точність, що робить її ідеальною для 

автономних авто (розпізнавання пішоходів, транспортних засобів), 

відеоспостереження (моніторинг скупчень людей) або ж для спортивного аналізу 

(відстеження гравців на полі). 

Dlib - бібліотека, відома своїм модулем розпізнавання облич, який 

базується на гістограмах орієнтованих градієнтів (HOG) і згорткових нейронних 

мережах. Dlib використовується в системах біометричної ідентифікації, аналізі 

виразу обличчя чи навіть у додатках доповненої реальності для накладення 

фільтрів в реальному часі. 

MATLAB Computer Vision Toolbox - комерційна платформа, що пропонує 

інтегровані інструменти для обробки зображень, включаючи класичні алгоритми 

(наприклад, Viola-Jones) та підтримку глибокого навчання. Використовується в 

інженерних проєктах, прототипуванні та наукових дослідженнях, наприклад, для 

аналізу супутникових знімків чи моделювання систем комп'ютерного зору. 

Застосування цих технологій охоплює широкий спектр сфер, 

підкреслюючи їхню багатогранність.  

У медичній практиці системи, що базуються на TensorFlow та PyTorch, 

сприяють виявленню раку шкіри за дерматоскопічними зображеннями з 

точністю, близькою до рівня професійних дерматологів, або діагностують 

пневмонію за рентгенівськими знімками грудної клітки.  

У виробничому секторі OpenCV застосовується для автоматизованого 

контролю якості, як-от перевірка цілісності зварних швів, виявлення дефектів на 

поверхнях або оцінювання коректності збирання електронних компонентів.  
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У сфері безпеки YOLO та Dlib використовуються для розпізнавання осіб і 

транспортних засобів в режимі реального часу, зокрема, у системах контролю 

доступу або для пошуку зниклих людей.  

В роздрібній торгівлі Amazon Go використовує комп'ютерний зір для 

автоматичного визначення товарів, позбавляючи необхідності у касирах, а в 

логістиці системи розпізнавання сприяють сортуванню посилок за штрих-

кодами чи ідентифікації номерів контейнерів.  

У побутових пристроях, таких як смартфони або розумні камери, 

алгоритми розпізнавання зображень дозволяють розблокувати пристрій за 

допомогою обличчя, автоматично класифікувати фотографії за категоріями або 

навіть розпізнавати рослини чи товари через камеру. 

Алгоритми для розпізнавання зображень прийнято групувати за двома 

основними напрямками: класичні, або традиційні, та сучасні, засновані на 

методах глибокого навчання.  

Кожен з них вирізняється власними властивостями, перевагами та 

областями використання. [22] 

Дані підходи ґрунтуються на ручному визначенні характерних рис та 

зазвичай вимагають менше обчислювальних ресурсів. Проте, вони часто 

поступаються в точності, особливо в складних умовах, таких як наявність шуму, 

перекриття об'єктів або нестабільне освітлення: 

SIFT (Scale-Invariant Feature Transform) - визначає ключові точки, що 

залишаються незмінними при змінах масштабу, обертаннях і часткових 

накладаннях, формуючи дескриптори для їхнього зіставлення. Застосовується 

для узгодження зображень, скажімо, у панорамній зйомці чи 3D-моделюванні. 

SURF (Speeded-Up Robust Features) - більш стрімка альтернатива SIFT, яка 

вдається до апроксимації гессіанів для виявлення ключових точок. 

Застосовується в задачах реального часу, зокрема для розпізнавання об’єктів у 

відеопотоках.  

HOG (Histogram of Oriented Gradients) - аналізує розподіл градієнтів в 

локальних фрагментах зображення, що робить його ефективним для 
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знаходження об'єктів з вираженими контурами, наприклад, людей чи 

транспортних засобів. 

Haar-каскади - метод, що базується на каскадному класифікаторі, що 

послуговується простими ознаками (наприклад, різницею яскравості) для 

швидкого виявлення об’єктів, таких як обличчя або очі. Застосовується в камерах 

з автофокусом або у простих системах відеоспостереження. 

 

Рис. 1.8 - Приклад використання HOG у OpenCV 

 

Цей код показує виявлення людей на зображенні за допомогою HOG, який є 

прикладом швидкого та ефективного класичного способу. [23] 

Приклад використання SURF у OpenCV: 
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Рис. 1.9 - Приклад використання SURF у OpenCV 

 

Даний код показує, як SURF виявляє ключові точки, які можуть бути 

використані для зіставлення зображень чи розпізнавання об’єктів. 

Алгоритми глибокого навчання використовують нейронні мережі, щоб 

автоматично визначати характеристики, і показують кращу точність у важких 

завданнях з великими наборами даних:  

Faster R-CNN - об'єднує мережу пропозицій регіонів Region Proposal 

Network та класифікацію для виявлення об'єктів. Знаходить застосування в 

завданнях, які вимагають високої точності, скажімо, під час розпізнавання 

медичних зображень або аналізу аерофотознімків. 

Single Shot MultiBox Detector - одноступеневий детектор, який пропонує 

баланс між швидкістю обробки та точністю.  

Використовується в системах відеоспостереження або мобільних додатках, 

де пріоритетом є продуктивність. 

Mask R-CNN - розширює функціональність Faster R-CNN, додаючи 

сегментацію на рівні пікселів, що дає можливість не лише виявляти об'єкти, але 

й визначати їх точні межі. Найкраще підходить для завдань, які вимагають 
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детального виділення об'єктів, як-от у робототехніці (захоплення об'єктів 

маніпулятором) чи аналізі супутникових знімків (виділення будівель). [24] 

Приклад використання SSD у TensorFlow 

 

Рис. 1.10 - Приклад використання SSD у TensorFlow 

 

Цей код використовує SSD MobileNet для детекції об’єктів, малюючи 

прямокутники навколо них із порогом впевненості 0.5. 

Приклад використання Mask R-CNN (з бібліотекою MMDetection): 
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Рис. 1.11 - Приклад використання Mask R-CNN (з бібліотекою 

MMDetection) 

 

Цей код демонструє використання Mask R-CNN для детекції та 

сегментації об’єктів, зберігаючи результат із масками та прямокутниками. 

Класичні алгоритми, зокрема SIFT, SURF або HOG, працюють швидше та 

споживають менше ресурсів. Це робить їх доречними для вирішення простих 

завдань, або ж для пристроїв із обмеженими можливостями, скажімо, вбудованих 

систем або бюджетних камер. До того ж, вони простіші у втіленні та не 

потребують масштабних зібрань даних для налаштування. [25] 

Але, їхня здатність пристосовуватися до змін середовища (освітлення, 

обертання, шум) є обмеженою, а точність знижується у складних сценах, де 

багато об’єктів або є накладання. Алгоритми глибокого навчання, як-от Faster R-

CNN, SSD чи Mask R-CNN, демонструють вищу точність і гнучкість, здатність 

обробляти неструктуровані дані та узагальнювати знання на нові об’єкти.  

Проте вони потребують значних обчислювальних потужностей (GPU чи 

TPU), великих обсягів анотованих даних та тривалого часу навчання. [26] 

Вибір між цими підходами залежить від специфіки задачі та контексту 

використання. Наприклад, для реального часу на мобільних пристроях може 

бути обрано SSD чи YOLO через їхню швидкість, тоді як для високоточної 
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сегментації в медицині чи робототехніці - Mask R-CNN. У деяких випадках 

застосовуються гібридні підходи: наприклад, HOG може використовуватися для 

попереднього виявлення об’єктів, після чого нейронна мережа уточнює 

класифікацію. Такі комбінації дозволяють оптимізувати продуктивність і 

ресурси, що є ключовим у практичних системах. 

Отже, наявні системи розпізнавання зображень та алгоритми ідентифікації 

є потужним набором інструментів, що дає змогу розв'язувати задачі будь-якого 

рівня - від найпростішого виявлення до детального аналізу. Їхня інтеграція в 

гібридні рішення, пристосування до конкретних вимог та безперервне 

технологічне вдосконалення відкривають безліч шляхів для автоматизації та 

нововведень у різноманітних галузях. [27] 

 

Висновок до першого розділу  

Огляд технологій та методик ідентифікації зображень, вміщений у цій 

частині, показує розмаїття підходів – від усталених методів комп'ютерного зору 

до новітніх систем, побудованих на основі нейронних мереж.  

Розбір фундаментальних засад, інструментарію й алгоритмів відкриває 

еволюцію технологій обробки зображень, їхні переваги, такі як швидкість або 

точність, а також недоліки, наприклад, потребу у значних обчислювальних 

ресурсах та об'ємах даних.  

Цей теоретичний базис наголошує на важливості комбінування 

різноманітних методів задля створення ефективних систем, які відповідають 

сучасним потребам, і слугує основою для наступних досліджень та практичної 

реалізації у наступних розділах роботи. 

  



28 

РОЗРОБКА МОДЕЛІ ДЛЯ ІДЕНТИФІКАЦІЇ ЗОБРАЖЕНЬ 

 

2.1. Постановка задачі та вибір методів 

Розробка системи розпізнавання зображень починається з детального 

формулювання задачі, де окреслюються цілі, вимоги, обмеження та критерії для 

оцінки результативності моделі. На цьому етапі чітко визначається основна мета 

дослідження, що дає змогу сфокусувати увагу на виборі найкращих методів і 

технологій. В межах даної дипломної роботи, завданням є розробка моделі для 

автоматичного розпізнавання та класифікації об'єктів на зображеннях, а саме 

ідентифікація видів тварин (котів, собак і птахів) на звичайних фотографіях. 

Такий приклад достатньо загальний, щоб показати можливості системи, але 

одночасно й достатньо конкретний для практичного втілення та оцінки 

досягнутих результатів. [28] 

Постановка задачі охоплює низку ключових аспектів: 

− Вхідні відомості: збірка зображень з мітками класів, здобута з 

відкритих джерел або скомпонована власноруч. Для ілюстрації застосуємо набір 

даних, що містить 3000 зображень (по 1000 на кожен клас – коти, пси, птахи), з 

розмірами 224x224 пікселі у форматі RGB. Зображення здатні змінюватися за 

якістю: частина з них буде чіткою, інші можуть мати шум, розмиття або зміни в 

освітленні (скажімо, зроблені в приміщенні чи надворі). Ці обставини 

ілюструють реальні випадки, з якими зустрічаються системи ідентифікації, та 

дозволяють оцінити стійкість моделі до змін даних. 

− Вихідні дані: для кожного зображення модель має згенерувати 

ймовірності приналежності до одного з трьох класів (скажімо, "кіт - 0.9, пес - 

0.05, птах - 0.05") або фінальний вердикт у вигляді мітки класу з найвищим 

показником ймовірності (приміром, "кіт"). Це дозволяє не лише з'ясувати 

коректність класифікації, а й оцінити ступінь впевненості моделі та її 

спроможність розрізняти схожі об'єкти, як-от коти й собаки зі спільними 

ознаками (наприклад, густе хутро чи форма вух). 
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− Вимоги до системи: передбачають, що модель має продемонструвати 

точність класифікації (accuracy) на тестовому наборі даних не менше 85%. Це є 

базовий рівень, необхідний для конкуренції з простими підходами, такими як 

класифікатори, що використовують HOG або базові CNN. Швидкість обробки 

одного зображення не повинна бути більшою за 0.5 секунди при роботі на 

стандартному персональному комп'ютері (скажімо, з процесором Intel Core i5, 8 

ГБ оперативної пам'яті та без використання GPU), що дозволяє використовувати 

модель у реальних умовах з обмеженими обчислювальними ресурсами. Окрім 

цього, модель має вміти узагальнювати, тобто коректно класифікувати 

зображення, що не були використані під час навчання, але належать до тих самих 

класів, з рівнем помилок, що не перевищує 20% на нових даних. 

− Обмежувальні фактори: варіювання вхідної інформації (корекції 

масштабу, обертання, фрагментарне перекриття об’єктів тлом або іншими 

елементами), потенційно незначний розмір тренувального набору даних (3000 

зображень виглядає обмежено на фоні мільйонних баз, таких як ImageNet), плюс 

обмежені ресурси, що виключають застосування потужних серверів з 

графічними прискорювачами на початкових етапах тренування. Також береться 

до уваги вплив шуму, зумовленого низькою роздільною здатністю зображень або 

неточними анотаціями, що може ускладнити процес навчання. [29] 

Метрики оцінювання продуктивності надзвичайно важливі для оцінки 

моделі та її порівняння з іншими підходами. Для конкретної задачі, було обрано 

такий перелік метрик: 

1. Точність (Accuracy): відношення правильно класифікованих зображень 

до загальної кількості тестових прикладів, розраховане як Accuracy = 

=TP+TN/TP+TN+FP+FN, де TP TP TP - істинно позитивні, TN TN TN - істинно 

негативні, FP FP FP - хибно позитивні, FN FN FN - хибно негативні прогнози. 

Цільовий показник - не менше 85%, що відображає загальну здат Чи здатність 

моделі коректно ідентифікувати класи. 

2. Точність за класом (Precision): частка правильно класифікованих 

зображень певного класу серед усіх, віднесених до цього класу, обчислюється як 
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Precision = TP/TP + FP. Ця метрика важлива для оцінки якості класифікації 

кожного класу окремо, особливо якщо класи незбалансовані (наприклад, більше 

зображень кішок, ніж птахів). 

3. Повнота (Recall): частка правильно класифікованих зображень певного 

класу серед усіх зображень цього класу в наборі даних, розрахована як Recall = 

TP/TP+FN. Повнота дозволяє оцінити, наскільки модель здатна виявляти всі 

екземпляри класу, що критично для уникнення пропусків (наприклад, 

невиявлення птахів через їхній маленький розмір). 

4. F1-Score: гармонійне середнє між точністю та повнотою, визначене як 

F1 = 2 * Precision*Recall/Precision+Recall. Ця метрика є ключовою для оцінки 

збалансованості моделі, особливо в умовах можливого дисбалансу класів чи 

складності їхньої диференціації (наприклад, схожість між кішками та собаками). 

Цільовий показник F1-Score - не нижче 0.80 для кожного класу. 

5. Час обробки: середній час у секундах, необхідний для класифікації 

одного зображення на заданому обладнанні. Цільове значення - до 0.5 секунди, 

що відповідає вимогам до швидкості для практичного використання. [30] 

Вибір стратегії базується на дослідженні технологій, описаних в першому 

розділі, та на вимогах конкретної задачі. Класичні підходи комп'ютерного зору, 

скажімо SIFT (перетворення з інваріантними рисами масштабування) або HOG 

(гістограма орієнтованих градієнтів), можна було б використати для визначення 

ключових точок або обрисів тварин. Наприклад, HOG доволі успішний у 

розпізнаванні об'єктів з чітко вираженими формами, таких як силуети людей чи 

автомобілів, проте його точність погіршується при варіаціях текстури (скажімо, 

шерсть кішки проти пір'я птаха) чи фоновому шумі, що типово для повсякденних 

фотографій. До того ж, ці методи потребують ручного налаштування параметрів 

та додаткових класифікаторів (наприклад, SVM), що ускладнює адаптацію до 

нових типів об'єктів або умов і призводить до недостатньої повноти у реальних 

умовах. 

Альтернативним підходом є методики глибокого навчання, особливо 

згорткові нейронні мережі (ЗНМ), які продемонстрували високу ефективність у 
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завданнях розпізнавання зображень, завдяки автоматичному виділенню 

характеристик з необроблених даних. ЗНМ здатні виявляти як базові особливості 

(межі, кути), так і складніші (форми морди, очей або лап), що чудово підходить 

для ідентифікації тварин з різними текстурами шерсті, позами тіла та фонами на 

зображеннях. У порівнянні з традиційними методиками, ЗНМ забезпечують 

вищу здатність до узагальнення та стійкість до змін у даних, хоча потребують 

більшої обчислювальної потужності та обсягу даних для тренування. [31] 

Для вирішення конкретної проблеми класифікації трьох категорій було 

вирішено застосувати архітектуру на основі згорткової нейронної мережі. Цей 

підхід передбачає використання декількох шарів згортки, операцій об'єднання 

(пулінгу) та повнозв'язних шарів. Такий вибір базується на кількох ключових 

міркуваннях: 

1. Здатність згорткових нейронних мереж (CNN) демонструвати високі 

результати підтверджується успішним використанням у аналогічних сценаріях, 

зокрема, при роботі з наборами даних CIFAR-10 та ImageNet. Тут, навіть 

використовуючи базові архітектури, фіксується точність вище 90%. Також, 

значення F1-Score перевершує 0.85 для більшості категорій. 

2. Готові рішення, як-от TensorFlow та PyTorch, пропонують готові до 

використання бібліотеки для розробки та навчання CNN. Це значно полегшує 

процес реалізації та дає змогу оперативно випробувати різні варіанти 

налаштувань. 

3. Якщо даних буде небагато (скажімо, 3000 зображень), тоді виручить 

перенесення навчання (transfer learning). Це означає, що ми можемо 

пристосувати вже навчену модель, як-от MobileNet або VGG16, до завдання 

розпізнавання тварин. Такий підхід покращує точність та повноту результатів, 

не вимагаючи величезного обсягу даних. 

4. звичайна згорткова нейронна мережа здатна функціонувати на 

стандартному обладнанні, не вимагаючи суттєвих змін, що відповідає апаратним 

обмеженням та вимогам до часу обробки (до 0.5 секунди). 
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Розглядалася можливість застосування більш складних архітектур, на 

кшталт YOLO або Faster R-CNN, які чудово справляються з виявленням об'єктів 

на зображеннях та їх розташуванням. Але, враховуючи, що основне завдання 

полягає у класифікації всього зображення, а не визначенні місцезнаходження 

окремих об'єктів, використання таких підходів видається надлишковим. Це 

ускладнило б процес розробки, не забезпечуючи значного покращення 

показників точності чи F1-Score. [32] 

Замість того, було обрано просту CNN-модель, з можливістю гнучкого 

масштабування (додавання шарів або застосування transfer learning). Таке 

рішення вважається оптимальним, адже воно відповідає встановленим вимогам 

до метрик (accuracy ≥ 85%, F1 ≥ 0.80) і враховує наявні ресурсні обмеження. 

 

2.2. Архітектура системи на основі згорткової нейронної мережі 

(CNN) 

Архітектура системи визначає стратегію обробки вхідних даних – 

зображень 224x224 RGB-пікселів – у процесі побудови моделі розпізнавання 

зображень. Від архітектури залежить реалізація цілей з розділу 2.1: класифікація 

трьох категорій (коти, собаки, птахи) з мінімальною точністю 85%, показником 

F1 щонайменше 0.80 та часом обробки не довше 0.5 секунди.  

Використання згорткової нейронної мережі (CNN) є обґрунтованим, 

враховуючи обмежений обсяг даних (3000 зображень) та відсутність потужного 

GPU (стандартний ПК). Такий підхід дає змогу створити систему, що самостійно 

виокремлює особливості зображень та перетворює їх на передбачення класів. 

Далі наводиться детальний опис структури моделі, зокрема її складові, функції 

кожного компонента, аргументація вибору параметрів, порівняльний аналіз 

альтернативних варіантів та перспективи вдосконалення для практичного 

використання. [33] 

Загальна характеристика архітектури. Модель реалізовано як 

послідовність шарів, що виконують три ключові завдання: видобування ознак з 

сирих пікселів (згорткові шари), пониження розмірності та узагальнення для 
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покращення стійкості до різноманітності (пулінгові шари) та кінцева 

класифікація на основі визначених ознак (повністю з'єднані шари). Ця структура 

репрезентує традиційний підхід CNN, який довів свою продуктивність у 

завданнях класифікації зображень, зокрема CIFAR-10, MNIST або ImageNet, але 

адаптована до особливостей поставленої задачі: відносно малий обсяг даних та 

обмежені обчислювальні потужності. Архітектура розроблена з урахуванням 

необхідності балансу між глибиною моделі (задля забезпечення точності), її 

обчислювальною складністю (для швидкості обробки) та гнучкістю до 

подальших покращень, наприклад, аугментації або перенесення навчання. [34] 

Детальна структура моделі: 

1. Вхідний шар: отримує зображення розміром 224x224x3 (висота × 

ширина × 3 канали RGB). Перед тим, як передати в модель, дані нормалізуються 

до діапазону [0, 1] шляхом ділення значень пікселів на 255. Такий підхід 

стабілізує процес навчання та зменшує вплив різної яскравості або контрасту. 

Розмір 224x224 є стандартом для CNN, що спрощує інтеграцію з попередньо 

навченими моделями, як-от MobileNet або VGG, якщо архітектура 

потребуватиме змін. 

2. Перший згортковий шар (Conv1): включає 32 фільтри розміром 3x3, 

крок 1 (stride=1), заповнення "same" (доповнення нулями для збереження 

розміру) та функцію активації ReLU. Розмір на виході - 224x224x32. Цей шар 

відповідає за виявлення базових ознак низького рівня: країв, кутів або градієнтів 

кольору (наприклад, контурів лап або вух), які є ключовими для всіх класів. 

Невеликий розмір фільтрів 3x3 забезпечує ефективне охоплення локальних 

деталей, а ініціалізація ваг за методом He оптимізує початкові значення для 

ReLU, пришвидшуючи збіжність. 

3. Перший пулінговий шар (Pool1): використовує максимальний пулінг з 

вікном 2x2 і кроком 2, зменшуючи розмірність до 112x112x32. Це вдвічі скорочує 

обсяг даних, зберігаючи найзначніші ознаки (наприклад, найяскравіші краї), та 

підвищує стійкість до незначних зрушень або деформацій об’єктів, таких як 

поворот голови тварини або зміна ракурсу. 
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4. Другий згортковий шар (Conv2): містить 64 фільтри розміром 3x3, крок 

1, заповнення "same" і функцію активації ReLU. Вихідний розмір - 112x112x64. 

Цей шар аналізує складніші ознаки середнього рівня, як-от текстура хутра, 

форма хвоста або крил, комбінуючи інформацію з Conv1. Збільшення кількості 

фільтрів до 64 розширює діапазон шаблонів, які здатна розпізнавати модель, що 

є важливим для диференціації подібних текстур (наприклад, пір'я птаха vs 

шерсть собаки). 

5. Другий пулінговий шар (Pool2): максимальний пулінг 2x2 з кроком 2 

скорочує розмірність до 56x56x64, продовжуючи узагальнення ознак та 

підготовку до глибшого аналізу. 

6. Третій згортковий шар (Conv3): містить 128 фільтрів розміром 3x3, 

крок 1, заповнення "same" і функцію активації ReLU. Вихідний розмір - 

56x56x128. Цей шар зосереджується на високоякісних ознаках, таких як 

комбінація рис морди, силует тварини або специфічні деталі (наприклад, форма 

дзьоба птаха), що важливо для розрізнення класів у задачі. 

7. Третій пулінговий шар (Pool3): максимальний пулінг 2x2 з кроком 2 

зменшує розмірність до 28x28x128, готуючи компактне представлення даних для 

класифікації. 

8. Шар згортання (Flatten): перетворює тривимірний масив ознак 

(28x28x128) на одновимірний вектор довжиною 100352 (28 × 28 × 128), 

дозволяючи передати інформацію до повнозв’язних шарів. 

9. Перший повнозв’язний шар (FC1): містить 256 нейронів з функцією 

активації ReLU та шаром регуляризації Dropout з ймовірністю виключення 0.5. 

Цей шар інтегрує всі ознаки в єдине представлення зображення, а Dropout 

зменшує ризик перенавчання, що важливо, враховуючи обсяг даних у 3000 

зображень, де модель може "запам'ятати" тренувальні приклади замість 

узагальнення. Кількість нейронів (256) вибрано як компроміс між достатньою 

здатністю для комбінування ознак та обмеженнями обчислювальних ресурсів, 

уникаючи надмірної складності (наприклад, 512 або 1024). [35] 
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10. Вихідний повнозв’язний шар (FC2): містить 3 нейрони (по одному на 

кожен клас) з функцією активації Softmax, яка видає ймовірності (наприклад, 

[0.7, 0.2, 0.1]), де сума дорівнює 1. Це відповідає вимогам до вихідних даних із 

підрозділу 2.1. 

Аналіз складових та обґрунтування параметрів. Кількість фільтрів (32, 64, 

128) збільшується послідовно, ілюструючи ієрархію рис: від елементарних 

обрисів до складних сполучень, що є типовим підходом у CNN, таких як VGG 

або AlexNet. Фільтри 3x3 з падінгом "same" обрано для підтримки просторової 

інформації на ранніх стадіях та зменшення обчислювального навантаження в 

порівнянні з більшими розмірами (наприклад, 5x5 чи 7x7), які могли б 

сповільнити обробку до позначки понад 0.5 секунди.  

Три пари "згортка-пулінг" забезпечують необхідну глибину для завдання з 

трьома класами, але не переобтяжують модель, що відповідає апаратним 

обмеженням (Intel Core i5, 8 ГБ RAM). ReLU пришвидшує навчання, уникaючи 

зникнення градієнта, що могло б статися з сигмоїдою, а ініціалізація He 

оптимізує початкові ваги для цієї функції активації, що особливо актуально для 

глибших шарів, таких як Conv3. Dropout з імовірністю 0.5 – це компроміс: менші 

значення (наприклад, 0.3) можуть виявитися недостатніми для подолання 

перенавчання, а більші (0.7) - надто агресивними, зменшуючи здатність моделі 

навчатися на невеликому наборі даних. Softmax на вихідному шарі є природним 

вибором для багатокласової класифікації, надаючи інтерпретовані ймовірності, 

які легко оцінити за метриками precision та recall. [36] 

Схема архітектури з розмірністю: 

− Вхід: 224x224x3 (RGB зображення) 

− Conv1: 32 фільтри 3x3, ReLU, padding=same → 224x224x32 

− Pool1: Max Pooling 2x2 → 112x112x32 

− Conv2: 64 фільтри 3x3, ReLU, padding=same → 112x112x64 

− Pool2: Max Pooling 2x2 → 56x56x64 

− Conv3: 128 фільтрів 3x3, ReLU, padding=same → 56x56x128 

− Pool3: Max Pooling 2x2 → 28x28x128 
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− Flatten: → 100352 

− FC1: 256 нейронів, ReLU, Dropout 0.5 → 256 

− FC2: 3 нейрони, Softmax → 3 (ймовірності класів) 

 

Рис. 2.1 Приклад реалізації архітектури з аугментацією в коді 

(TensorFlow) 

 

 

Рис. 2.2 Приклад реалізації архітектури з аугментацією в коді 

(TensorFlow) 
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Рис. 2.3 - Приклад реалізації архітектури з аугментацією в коді 

 

Аналіз аугментації. Аугментація даних, інтегрована в коді, відіграє 

ключову роль при обмеженому обсязі даних (3000 зображень). Повороти до 20 

градусів відтворюють різноманітні кути огляду тварини, зміщення по ширині та 

висоті (0.2) імітують переміщення об'єкта на фото, горизонтальне відображення 

враховує природну симетрію (характерну для котів чи собак), а деформація 

(shear) і масштабування (zoom) вносять зміни в перспективу та розмір об'єкта. 

Цей підхід збільшує адаптивність моделі до реальних сценаріїв (наприклад, 

фотографії з різних ракурсів або відстаней) та покращує узагальнення, що є 

вирішальним фактором для досягнення F1-Score ≥ 0.80. Дана архітектура є 

базовою, але має значний потенціал для вдосконалення: 

1. Додавання шарів: У разі, якщо результати базової моделі є гіршими за 

цільові показники, можна інтегрувати четвертий згортковий шар з 256 

фільтрами. Такий крок дозволить поглиблено проаналізувати ознаки, як-от 

особливості очей чи дзьоба. Це може покращити точність (precision) у складних 

класах, як-от птахи. [37] 

2. Трансферне навчання з MobileNetV2: Використання попередньо 

навченої моделі - потужна стратегія для оптимізації, особливо з обмеженим 

обсягом даних. MobileNetV2 обрано завдяки її легкості (близько 3,4 мільйона 

параметрів у порівнянні зі 138 мільйонами у VGG16), оптимізації для обмежених 

ресурсів і високій точності на ImageNet (top-1 accuracy ~71%). Адаптація 

передбачає: блокування базових шарів MobileNetV2 (навчених на ImageNet), 
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додавання Flatten, Dense(256, ReLU), Dropout(0.5) і Dense(3, Softmax). Цей підхід 

дозволяє використати багаті ознаки, вивчені на мільйонах зображень, та 

адаптувати лише верхні шари до конкретної задачі. Як результат, може бути 

досягнута accuracy понад 90% навіть з 3000 зображень.  

3. Альтернативні підходи: Замість додавання шарів, можна застосувати 

Batch Normalization після кожного Conv-шару для нормалізації активацій, що 

прискорює процес навчання та стабілізує модель. Ще один варіант - заміна Max 

Pooling на Average Pooling для пом'якшення узагальнення, особливо якщо 

спостерігаються труднощі з класифікацією птахів (через їхні дрібні деталі). 

4. Тонке налаштування: Можливе регулювання швидкості навчання 

алгоритму Adam (наприклад, зменшення з 0.001 до 0.0001 після кількох епох) 

або додавання L2-регуляризації до FC1 для штрафування великих ваг, у випадку, 

якщо проблема перенавчання залишається актуальною. Розмір батчу 32, 

використаний у компіляції, вважається стандартним для невеликих моделей та 

обмежень обладнання, забезпечуючи баланс між швидкістю та стабільністю 

навчання. [38] 

Оптимізатор Adam обирається через здатність пристосовуватися до різних 

рівнів моделі, що є корисним особливо у випадку тришарових згорткових 

конструкцій. Функція втрат categorical_crossentropy вважається найкращим 

рішенням для задач багатокласової класифікації, зменшуючи розбіжність між 

передбаченими та справжніми значеннями ймовірностей. Метрики точності, 

прецизії та повноти використовуються для відстеження відповідності цілям, що 

зазначені у підрозділі 2.1. Аугментація даних та перенесення знань 

застосовуються для компенсації обмежень даних. Збереження моделі у форматі 

.h5 (рядок коду, що закоментовано) дає можливість її повторного використання 

без необхідності повторного навчання, що значно полегшує процес тестування 

або розгортання. [39] 

Практичне використання. Ця архітектура є доречною для ідентифікації 

тварин у звичайних ситуаціях, як-от сортування світлин у фотогалереї 

мобільного пристрою чи розбір зображень з камер стеження за фауною (скажімо, 
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в притулках або на подвір'ях). Її простота дозволяє реалізацію на звичайних 

комп'ютерах, а гнучкість дає можливість пристосування до інших завдань 

(наприклад, розпізнавання порід собак) через коригування вихідного шару чи 

набору даних. Для оцінки ефективності моделі можна візуалізувати 

характеристики, що виділяє Conv3 (наприклад, використовуючи теплові мапи), 

щоб з'ясувати, які ознаки (морда, крила) визначальні для класифікації. 

Отже, спроектована архітектура згорткової нейронної мережі (CNN) 

об'єднує простоту, результативність та адаптивність, створюючи надійний 

фундамент для класифікації зображень у трьох класах. Вона бере до уваги 

апаратні обмеження, використовує аугментацію, щоб покращити стійкість, і 

надає чіткі способи оптимізації, наприклад, перенесення навчання з 

MobileNetV2, готуючи модель до програмної реалізації та тестування. [40] 

 

2.3. Програмна реалізація та вибір середовища 

Програмна реалізація моделі для розпізнавання зображень є завершальним 

кроком другого розділу, що об'єднує теоретичні засади, викладені у підрозділі 

2.1, та архітектуру системи, розроблену у підрозділі 2.2, у функціональне 

програмне рішення. Цей етап включає вибір середовища розробки, деталізовану 

підготовку даних, кодування моделі, її навчання, оцінювання результатів та 

підготовку до подальшого тестування чи застосування. Мета полягає у створенні 

системи, яка відповідає конкретно визначеним вимогам: точність класифікації не 

менше 85%, F1-Score не нижче 0.80, час обробки одного зображення до 0.5 

секунди на стандартному персональному комп'ютері (наприклад, з процесором 

Intel Core i5, 8 ГБ оперативної пам'яті, без графічного процесора). Обмеження 

обсягу даних (3000 зображень із класами кішка, собака, птах) та апаратних 

ресурсів додають складності, вимагаючи ретельного вибору інструментів та 

оптимізації підходів. У цьому підрозділі розглядаються теоретичні аспекти 

реалізації, обґрунтування вибору технологій, аналіз альтернатив, докладний 

опис кожного етапу та практичні міркування, що забезпечують ефективність та 

гнучкість системи. [41] 
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Теоретичні підґрунтя вибору середовища розробки. Підбір програмного 

середовища для втілення моделі глибокого навчання є ключовим моментом, 

адже визначає швидкість створення, ефективність роботи системи, простоту 

налагодження та здатність до масштабування. У площині машинного навчання 

середовище повинно давати змогу конструювати нейронні мережі, оперувати з 

великими масивами даних, оптимізувати обчислення та гнучко коригувати 

параметри. Сьогодення представляє розмаїття інструментів, від низькорівневих 

мов, на кшталт C++ чи Java, до високорівневих бібліотек, що базуються на 

Python. Низькорівневі мови забезпечують високу продуктивність та контроль 

над апаратними ресурсами, проте їх складність та час розробки роблять їх 

малопридатними для швидкого прототипування моделей комп'ютерного зору, 

особливо у випадку обмеженості часу та ресурсів, як у цій роботі. Замість цього, 

високорівневі інструменти, зокрема Python, пропонують абстракцію, що 

полегшує реалізацію складних алгоритмів, зберігаючи достатню продуктивність 

для задач з середнім обсягом даних. [42] 

Для цієї роботи використано мову програмування Python версії 3.9 разом 

із бібліотекою TensorFlow 2.15, яка містить API Keras. Python наразі є лідером у 

сфері машинного навчання, що обумовлено рядом ключових переваг. 

Насамперед, його легкий для розуміння та читабельний синтаксис дозволяє 

зосередитися на вирішенні задачі, а не витрачати час на технічні тонкощі 

реалізації. Далі, Python має розгалужену екосистему бібліотек, що покривають 

весь процес створення моделей: від обробки даних (NumPy, Pandas) до 

візуалізації (Matplotlib, Seaborn) та глибинного навчання (TensorFlow, PyTorch). 

І нарешті, численна спільнота розробників надає доступ до численних 

навчальних матеріалів, онлайн-форумів та готових рішень, що відчутно 

пришвидшує процес розробки. TensorFlow, у свою чергу, виступає одним з 

ключових інструментів для розробки нейронних мереж, поєднуючи простоту у 

використанні з потужними функціями оптимізації. 

Детальний розбір TensorFlow як ключового інструменту. TensorFlow, 

народжений у Google, ґрунтується на ідеї обчислювальних графів, де дії 
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(скажімо, згортки або матричні множення) виступають вузлами, а дані 

циркулюють між ними у формі тензорів. У версії 2.x бібліотека 

переорієнтувалась на модель "eager execution" за замовчуванням, що робить її 

більш зрозумілою у порівнянні з попередніми варіантами, де графі потрібно було 

компілювати вручну. Інтерфейс Keras, інтегрований у TensorFlow, надає 

високоякісний рівень для швидкого створення моделей, дозволяючи задавати 

архітектуру, компілювати та запускати навчання кількома рядками коду. Разом з 

тим, TensorFlow зберігає низькорівневу гнучкість, що дає можливість, 

наприклад, розробляти власні шари чи оптимізатори, якщо базова модель 

вимагатиме покращення. [43] 

Ключовою перевагою TensorFlow, застосованого у цій роботі, є його 

адаптивність до обмежень обладнання. Враховуючи наявність лише CPU (Intel 

Core i5, 8 ГБ RAM), TensorFlow надає оптимізовані обчислення, що ефективно 

використовують багатопотоковість та векторизацію процесора. Бібліотека 

самостійно розподіляє операції між наявними ядрами, таким чином скорочуючи 

час навчання у порівнянні з менш оптимізованими інструментами. Окрім цього, 

TensorFlow характеризується легким масштабуванням: модель, розроблена для 

CPU, може бути легко перенесена на GPU або TPU без істотних змін у коді, що 

відкриває перспективи для майбутніх покращень у разі збільшення ресурсів. 

Також бібліотека містить інструменти профілювання продуктивності 

(TensorBoard), що дозволяють аналізувати час виконання окремих операцій та 

виявляти вузькі місця в обчисленнях. 

Вибір TensorFlow ґрунтується на порівнянні з іншими популярними 

інструментами: 

− PyTorch: Розроблений компанією Facebook, PyTorch міцно закріпився 

на ринку, конкуруючи з іншими бібліотеками завдяки динамічним 

обчислювальним графам. Вони полегшують процес налагодження коду та 

проведення досліджень. Ця особливість робить PyTorch особливо привабливим 

для дослідників, адже забезпечує гнучкість та прямий контроль над процесом 

навчання моделі. Варто зазначити, що оптимізація для центрального процесора 
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(CPU) може поступатися можливостям TensorFlow, а інтеграція з такими 

надбудовами як FastAI не настільки розвинена, як у Keras, що використовується 

з TensorFlow. Для початкової роботи з обмеженими ресурсами, налаштування 

PyTorch може забрати більше часу, ніж хотілося б, тому в деяких ситуаціях він 

не є найбільш практичним рішенням. [44] 

− OpenCV: Ця бібліотека спеціалізується на класичних підходах 

комп'ютерного зору (SIFT, HOG, каскади Хаара) та пропонує базову підтримку 

глибоких нейронних мереж через інтеграцію з TensorFlow або Caffe. Вона може 

бути корисною для первинної обробки зображень, проте можливості щодо 

створення та навчання глибоких нейронних мереж обмежені, що не дозволяє 

використовувати її як основний інструмент для CNN. 

− Scikit-learn: Ця бібліотека добре працює з традиційними алгоритмами 

машинного навчання, як-от SVM та випадковий ліс. Однак її можливості з 

нейронними мережами, зокрема MLP, поступаються спеціалізованим 

платформам. Це пов'язано з відсутністю оптимізації для згорткових операцій, які 

є критичними в задачах комп'ютерного зору, особливо коли маємо справу з 

великими обсягами даних. 

− MATLAB: Комерційний програмний продукт із Deep Learning Toolbox 

надає зрозумілий інтерфейс та готові інструменти для CNN, проте його значна 

ціна та менша гнучкість, якщо порівнювати з відкритими бібліотеками, 

зменшують його привабливість для цієї задачі. 

Отже, TensorFlow з Keras визначено як найліпший інструментарій, що 

вдало поєднує легкість у використанні, швидкодію та здатність працювати з 

обмеженими ресурсами обладнання. Допоміжні бібліотеки, такі як NumPy для 

роботи з масивами даних, OpenCV для завантаження та обробки зображень, 

Matplotlib для візуалізації графіків навчання та Pandas для аналізу отриманих 

результатів, розширюють основний фреймворк, формуючи комплексне 

середовище розробки. Jupyter Notebook було обрано як інтегроване середовище 

розробки, яке надає інтерактивність, можливість поетапного виконання коду, 

візуалізацію "на борту" та зручний спосіб документування. Альтернативи, такі 
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як PyCharm чи VS Code, виглядають доцільніше для масштабних проєктів, проте 

для швидкого прототипування моделі Jupyter є значно практичнішим. [45] 

Теоретичні основи підготовки даних. Підготовка даних є наріжним 

каменем втілення проєкту, адже якість і організація вхідних даних безпосередньо 

визначають ефективність моделі. У задачах комп’ютерного зору дані традиційно 

представлені зображеннями, які слід уніфікувати, нормалізувати та розділити на 

вибірки. У цій роботі набір даних містить 3000 зображень розміром 224x224x3 

(RGB), по 1000 на кожен клас: коти, собаки, птахи. Теоретично, підготовка даних 

передбачає кілька важливих етапів, кожен з яких має свою специфіку та підстави. 

Перший крок передбачає завантаження й уніфікацію даних. Зображення 

початково можуть бути різних розмірів, тому їх приводять до стандарту 224x224, 

що використовується архітектурою моделі. Такий розмір – типовий для багатьох 

CNN (наприклад, VGG, MobileNet), що сприяє легкій інтеграції з наперед 

навченими моделями в подальшому. Зміна розміру здійснюється зі збереженням 

пропорцій: у разі, якщо зображення не квадратне, його масштабують до меншої 

сторони 224, а вільний простір доповнюється чорним фоном (нулями). 

Нормалізація до інтервалу [0, 1] через ділення значень пікселів на 255 мінімізує 

вплив різної яскравості чи контрастності, що потенційно стабілізує градієнти в 

процесі навчання й пришвидшує конвергенцію. 

Другий крок полягає у поділі даних на вибірки: тренувальну, валідаційну 

та тестову. У сфері машинного навчання поширеним підходом є розподіл у 

пропорціях 70% (для тренування), 15% (для валідації) та 15% (для тестування). З 

огляду на це, отримаємо 2100, 450 та 450 зображень у відповідних вибірках. 

Тренувальна вибірка слугує для коригування ваг моделі. Валідаційна вибірка 

потрібна для відстеження процесу узагальнення під час навчання, а тестова – для 

кінцевого оцінювання ефективності. Такий поділ гарантує оптимальний баланс 

між обсягом даних для навчання та оцінки, особливо враховуючи обмежену 

кількість, а саме 3000 зображень. 

Третій етап - аугментація даних. По суті, аугментація є стратегією для 

подолання проблеми обмеженого обсягу даних, штучно збільшуючи 
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тренувальну вибірку через трансформації, котрі імітують реальні обставини. В 

даному випадку використовуються повороти, зрушення, дзеркальне 

відображення, деформації, масштабування та корекція яскравості, що 

відтворюють природні варіації фотографій тварин (скажімо, різні кути зйомки, 

пози або освітлення). Аугментація не тільки розширює обсяг набору даних, але 

й збільшує стійкість моделі до шумів та варіацій, що теоретично позитивно 

впливає на її здатність до узагальнення. [40] 

Четвертий етап - кодування міток. Оскільки мова йде про багатокласову 

класифікацію, то мітки класів, (0 - коти, 1 - собаки, 2 - птахи) перетворюються в 

one-hot формат (наприклад, [1, 0, 0] для котів), що відповідає функції втрат 

categorical_crossentropy. Такий формат дозволяє моделі сприймати вихідні дані 

як ймовірності належності до кожного з класів, що добре узгоджується з 

архітектурою (Softmax на вихідному шарі). 

Програмна реалізація моделі. Нижче наведено розширений приклад коду, 

який охоплює підготовку даних, створення моделі, навчання, оцінку та 

візуалізацію результатів: 

 

Рис. 2.4 - Програмна реалізація моделі 
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Рис. 2.5 - Програмна реалізація моделі 

 

 

Рис. 2.6 - Програмна реалізація моделі 
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Рис. 2.7 - Програмна реалізація моделі 

 

 

Рис 2.8 - Програмна реалізація моделі 

 

Теоретичний розгляд реалізації. Код втілює весь процес розробки, 

демонструючи теоретичні підвалини машинного навчання. Завантаження даних 

включає обробку помилок (зіпсовані файли, відсутні каталоги) та перетворення 

BGR на RGB, що узгоджується з форматом TensorFlow. Аугментація доповнена 

параметром brightness_range, який теоретично імітує реальні умови 

фотографування (скажімо, затемнення або пересвітлення). Розмір батчу 32 

обрано як баланс: він порівняно невеликий для розміщення в 8 ГБ RAM, але 

досить великий для ефективного використання багатопоточності центрального 

процесора. Число епох (20) є стартовою позицією для оцінки збіжності; 
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теоретично, оптимальна кількість визначається кривими навчання, де 

розбіжність між показниками тренування та валідації свідчить про перенавчання. 

Оптимізатор Adam спирається на адаптивну оцінку моментів, що в теорії 

пришвидшує процес навчання в порівнянні з SGD (стохастичним градієнтним 

спуском), адже бере до уваги як перший, так і другий моменти градієнтів. 

Швидкість навчання у 0.001 вважається стандартною для CNN, але може бути 

відкоригована, зменшена (до 0.0001), для тонкого налаштування після 

завершення певного числа епох. Функція втрат categorical_crossentropy мінімізує 

різницю між передбаченими та істинними ймовірностями, що є оптимальним 

рішенням для багатокласової класифікації з Softmax. Метрики (accuracy, 

precision, recall) відображають поставлені цілі, а використання матриці помилок 

дозволяє аналізувати, які класи (наприклад, коти vs собаки) найчастіше 

сплутуються через наявність схожих ознак. [47] 

Практичні міркування та ефективність. Втілення у TensorFlow на Python 

сприяє швидкому створенню прототипів: тренування на 3000 знімках з 20 

епохами потребує 1-2 години на Intel Core i5 з 8 ГБ RAM, враховуючи фонові 

процеси та налаштування операційної системи (наприклад, Windows або Linux). 

Час на обробку одного зображення після навчання становить 0.1-0.2 секунди, що 

значно нижче ліміту 0.5 секунди, завдяки компактній структурі (біля 25 

мільйонів параметрів) та векторній обробці у TensorFlow. Jupyter Notebook 

дозволяє інтерактивно досліджувати криві навчання та матрицю помилок, 

виявляючи можливі недоліки: наприклад, низький recall для птахів може 

свідчити про недостатню деталізацію дрібних елементів, а великі втрати на 

валідації - про перенавчання. 

Збереження моделі у форматі .h5 (HDF5) гарантує її мобільність: файл, що 

займає близько 100-150 МБ, без проблем переміщується на інші пристрої або 

вбудовується у застосунки, наприклад, у веб-службу Flask для класифікації 

зображень в реальному часі. Теоретично, це відкриває двері для практичного 

застосування, наприклад, у мобільних додатках для організації фотоархіву або 

системах спостереження за тваринами у притулках. [35] 
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Якщо початкові результати не досягнуть цільових метрик, теоретично 

можна застосувати кілька стратегій: 

− Збільшення кількості епох: від 30 до 50. Використовуватимемо 

механізм EarlyStopping для зупинки процесу, коли валідаційні показники 

погіршуватимуться. Це, теоретично, має позитивно вплинути на загальний час 

тренування. 

− Перенесення навчання: заміна основної моделі на MobileNetV2 з 

фіксованими шарами та доналаштуванням верхніх Dense-шарів. MobileNetV2, 

що має глибину 53 шари та невибагливість (3.4 мільйона параметрів), здатна 

покращити точність до 90%+ за 5-10 епох, використовуючи знання, здобуті на 

ImageNet. 

− Розширення аугментації: введення шуму, розмивання чи регулювання 

контрастності, що імітують більш комплексне середовище, потенційно 

покращуючи здатність до узагальнення. 

− Гіперпараметри: експерименти з оптимізаторами (RMSprop, Adagrad), 

розміром батчу (16 чи 64) або Dropout (зміна з 0.5 на 0.3 чи 0.7) для балансування 

між перенавчанням і недостатнім навчанням. 

− Візуалізація ознак: Аналіз розмов через теплові картки (град-Кам), які 

теоретично дозволяють зрозуміти, які риси (такі як очі чи крила) мають 

вирішальне значення для класифікації. 

Значення реалізації теорії на практиці. Програмне забезпечення Python 

Python, яке реалізує розроблений CNN, не тільки демонструє принципи 

сучасного машинного навчання, таких як обробка даних, оптимізація обчислень, 

оцінка моделі множинних показників та гнучкість для майбутніх експериментів. 

Він відповідає критеріям проблеми для точності, швидкості та ресурсів, а також 

представляє можливості для аналізу результатів та підвищення ефективності в 

наступних розділах роботи. Вибір середовища максимізує процес розробки, 

враховує обмеження обладнання, а розширений код з візуалізацією та оцінкою 

встановлює міцну основу для тестування, практичного застосування та 

теоретичне розуміє ефективність моделі. [49] 
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Висновок до другого розділу 

Друга частина книги зосереджена на створенні моделі розпізнавання 

зображень. Завдання структуроване як класифікація трьох категорій (котів, 

собак, птахів), що складається з 3000 зображень, з цілями: точність ≥ 85%, F1-

бал ≥ 0,80, час обробки ≤ 0,5 секунди на GPU. CNN вибирається завдяки своїй 

ефективності, відкидаючи звичайні методи (Sift, HOG). Архітектура складається 

з трьох складних шарів (32, 64, 128 фільтрів), які містять шари витягування та 

повні, що забезпечують баланс між глибиною та наявними ресурсами. 

Програмне забезпечення Tensorflow Python пропонує всебічне рішення для 

підготовки, навчання та оцінки даних, досягнення чудової швидкості 0,1-0,2 

секунди за зображення. Модель збережена. h5 для подальшого використання. 

Проект виконує необхідні критерії та встановлює основу для тестування та 

вдосконалення в наступних розділах. 
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РОЗДІЛ 3. РЕАЛІЗАЦІЯ ТА ТЕСТУВАННЯ СИСТЕМИ 

 

3.1. Навчання моделі та оцінка якості 

Підготовка даних – надзвичайно важливий крок у машинному навчанні, 

адже якість та структура вхідних даних безпосередньо впливають на те, 

наскільки добре модель здатна навчатися та узагальнювати. У задачах 

комп'ютерного зору зображення потрібно уніфікувати за форматом, 

нормалізувати та розподілити між вибірками для забезпечення стабільності та 

повторюваності результатів. У цій роботі набір даних містить 3000 зображень, 

зібраних з повсякденних джерел (наприклад, особистих фотографій або 

відкритих баз), що відтворює реальні умови з шумами, змінами освітлення та 

різними ракурсами. З теоретичної точки зору, підготовка даних має враховувати 

ці особливості, щоб модель могла адаптуватися до аналогічних умов у 

практичному використанні. 

Першим кроком стало завантаження зображень із локальних директорій 

(data/cats, data/dogs, data/birds), використовуючи бібліотеку OpenCV. Вихідні 

зображення мали різну роздільну здатність (від 100x100 до 4000x3000 пікселів), 

тому їх стандартизували до розміру 224x224, як було визначено в архітектурі 

моделі (розділ 2.2). Зміна розміру відбувалася з інтерполяцією INTER_AREA, 

щоб зберегти деталі. Пропорції зберігали шляхом масштабування до меншої 

сторони 224, а потім доповнювали чорним фоном (нулями). Нормалізація до 

діапазону [0, 1] була здійснена діленням значень пікселів на 255. Це стандартна 

процедура, необхідна для стабілізації градієнтів під час навчання та зменшення 

впливу коливань яскравості чи контрасту. [50] 

Наступним етапом було розділення даних на три частини: навчальну (70%, 

2100 зображень), валідаційну (15%, 450 зображень) та тестову (15%, 450 

зображень). Таке розділення узгоджується з традиційною практикою в 

машинному навчанні, де навчальна вибірка слугує для налаштування параметрів 

моделі, валідаційна - для відстеження здатності до узагальнення та підбору 

гіперпараметрів, а тестова - для підсумкової оцінки ефективності на незалежних 
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даних. Розподіл здійснювався випадково, з фіксацією початкового значення 

генератора випадкових чисел (random seed), задля забезпечення відтворюваності 

результатів. Перевірка збалансованості класів продемонструвала, що кожен клас 

представлено приблизно однаково у всіх вибірках (700 котів, собак і птахів у 

навчальній; по 150 у валідаційній і тестовій), що унеможливлює упередженість 

моделі до певного класу. 

Третім етапом стала аугментація даних, що теоретично мала нівелювати 

невеликий розмір набору даних (3000 зображень - мізер порівняно з такими 

гігантами, як ImageNet, де їх мільйони). Аугментація втілена за допомогою 

ImageDataGenerator з TensorFlow, застосовано такі налаштування: повороти до 

20°, зміщення по ширині й висоті на 20%, горизонтальне віддзеркалення, 

деформація (shear) до 15%, масштабування на 20%, корекція яскравості в 

діапазоні [0.8, 1.2]. Ці перетворення відтворюють типові ситуації: повороти 

моделюють зміни кута фотографування, зсуви - зміщення позиції тварини, 

віддзеркалення - симетрію об'єктів, а коригування яскравості - різні умови 

освітлення (скажімо, день чи вечір). Аугментація застосовувалася виключно до 

тренувальної вибірки в реальному часі під час навчання, водночас валідаційна та 

тестова вибірки залишилися без змін для об'єктивного оцінювання. [31] 

Четвертий крок – підготовка міток. Зважаючи на те, що завдання – це 

багатокласова класифікація, мітки класів (0 – коти, 1 – собаки, 2 – птахи) 

перетворювалися на формат one-hot за допомогою tf.keras.utils.to_categorical. 

Наприклад, для кота отримували [1, 0, 0], для собаки – [0, 1, 0], а для птаха – [0, 

0, 1]. 

Це узгоджується з вихідним шаром моделі (Softmax) та функцією втрат 

categorical_crossentropy. Остання порівнює ймовірності належності до кожного з 

класів. З теоретичної точки зору, one-hot кодування є оптимальним рішенням для 

задач із взаємно виключними класами, що дає змогу моделі чітко розрізняти 

категорії. 

Додатково здійснювалася верифікація цілісності даних. Близько 1-2% 

зображень (від 30 до 60 файлів) мали пошкодження або були неможливі до 
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прочитання (скажімо, через помилки при збереженні чи некоректний формат). 

Такі файли були відфільтровані з набору з фіксацією відповідних помилок, що 

гарантувало якість даних. Паралельно проводилася перевірка на наявність 

дублікатів через порівняння хешів файлів (MD5), та приблизно 10 ідентичних 

зображень було ліквідовано вручну перед розповсюдженням, щоб уникнути 

штучного збільшення результатів. 

Теоретичні засади процесу навчання. Навчання моделі - ключовий етап, де 

параметри (ваги та зміщення) згорткових і повнозв'язних шарів підлаштовуються 

для мінімізації функції втрат на тренувальних даних. У теоретичному плані це 

ґрунтується на методі зворотного поширення помилки (backpropagation) та 

градієнтного спуску, де градієнти розраховуються для кожного параметра, а ваги 

коригуються пропорційно до їх впливу на втрати. У цій роботі застосовано 

модель з розділу 2.2: три згорткові шари з фільтрами 32, 64 та 128 (розмір 3x3, 

padding=same, ReLU), пулінгові шари (MaxPooling 2x2), шар Flatten, 

повнозв'язний шар з 256 нейронами (ReLU, Dropout 0.5) та вихідний шар з трьома 

нейронами (Softmax). Загальна кількість параметрів дорівнює приблизно 25 

мільйонам, що являє собою баланс між потужністю моделі та обмеженнями 

апаратного забезпечення. 

Навчання здійснювалося в середовищі TensorFlow 2.15 з використанням 

Keras API. Тренування відбувалося на аугментованому тренувальному наборі 

даних протягом 20 епох з розміром пакету 32. Епоха представляє собою один 

повний прохід по всій тренувальній вибірці, що складається з 2100 зображень. 

Розмір пакету визначає підмножину даних (32 зображення), яка обробляється за 

один крок оптимізації. 

Вибір 20 епох був зроблений як початковий етап для оцінки збіжності 

моделі. Розмір пакету 32 був обраний з огляду на обмеження оперативної пам’яті 

(8 ГБ RAM). Менші пакети (16) могли уповільнювати процес навчання через 

збільшення частоти оновлення градієнтів, тоді як більші (64) могли призводити 

до вичерпання пам’яті, що проявлялося у вигляді помилок "out of memory". 
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Оптимізатор Adam (Adaptive Moment Estimation) з початковою швидкістю 

навчання 0.001 обрано через його продуктивність у задачах з використанням 

CNN. Adam поєднує в собі позитивні якості SGD з моментом та RMSProp, 

адаптивно коригуючи кроки навчання на основі першого (середній градієнт) та 

другого (середній квадрат градієнта) моментів. В теорії, це пришвидшує 

збіжність та мінімізує ймовірність застрягання у локальних мінімумах порівняно 

з базовим SGD. [37] 

Швидкість навчання 0.001 є типовою для CNN, але її можна було б 

понизити до 0.0001 після 10-15 епох для точного налаштування, якби 

спостерігалися коливання значень втрат. 

Функція втрат `categorical_crossentropy` – базовий вибір для задач 

багатокласової класифікації, де застосовується `Softmax`. Вона вираховує крос-

ентропію між прогнозованими ймовірностями, які видає модель, та істинними 

мітками, закодованими як one-hot вектори. Мета – мінімізувати розбіжність між 

цими розподілами. 

В процесі навчання моніторилися метрики: `accuracy` (відсоток коректних 

передбачень), `precision` (частка вірно класифікованих об'єктів серед всіх 

передбачених), `recall` (відсоток вірно класифікованих об'єктів серед реальних) 

та `loss` (втрати). 

Оцінка цих показників здійснювалася на тренувальному та валідаційному 

наборах даних, що дозволило детально досліджувати динаміку навчання, а також 

визначати здатність моделі до узагальнення, тобто наскільки добре вона працює 

з новими, незнайомими даними. 

Практичний процес тренування. Сесія навчання тривала 1 годину 47 

хвилин на апаратному забезпеченні Intel Core i5-8250U (4 ядра, 8 потоків, базова 

частота 1.6 ГГц, турбо до 3.4 ГГц) з 8 ГБ оперативної пам'яті під керуванням 

Windows 10. Процесор був завантажений на 80-90% протягом навчання, а пам'ять 

використовувалася на 6.5-7 ГБ, що забезпечувало резерв для роботи операційної 

системи. Криві навчання (точність та втрати) було візуалізовано за допомогою 

Matplotlib для детального аналізу динаміки процесу. Точність на тренувальних 



54 

даних зросла з 45.3% на першій епосі до 92.5% на двадцятій, демонструючи 

поступове покращення здатності моделі розпізнавати тренувальний набір. 

Точність на валідаційних даних стартувала з 48.7%, досягнувши піку в 86.2% на 

15-й епосі, після чого знизилася до 85.0% на 20-й, що вказує на початок 

перенавчання. 

Тренувальні втрати зменшилися з 1.05 на старті першої епохи до 0.21 на 

20-й, демонструючи вдалу оптимізацію моделі на тренувальних даних. 

Валідаційні втрати почалися з 0.95, знижуючись до 0.47 на 15-й епосі, але згодом 

збільшились до 0.50 на 20-й, що свідчить про схильність до перенавчання після 

15-ї епохи. Розрив між показниками точності на тренувальній вибірці (92.5%) та 

валідаційній (85.0%), разом із різницею у втратах (0.21 проти 0.50), є типовою 

ознакою перенавчання, коли модель занадто сильно пристосовується до 

тренувальних даних через їх обмежений обсяг (2100 зображень з аугментацією) 

у порівнянні з більшими наборами, як-от ImageNet чи COCO. 

Для запобігання перенавчанню був застосований метод ранньої зупинки 

(EarlyStopping) з параметром patience=5, який відстежував втрати на 

валідаційному наборі даних. Зважаючи на потреби всебічного аналізу 

функціонування моделі, а також для вивчення її сильних та слабких сторін, 

навчання було доведено до 20-ї епохи. Графіки процесу навчання показали, що 

найкраща точка зупинки, вірогідно, знаходилася між 15-ю та 17-ю епохами, де 

валідаційна точність досягла максимуму, а втрати перестали суттєво 

змінюватися. В теоретичному плані, продовження навчання, скажімо, до 30-ї 

епохи, могло б призвести до покращення показників на тренувальному наборі, 

але, одночасно, погіршило б здатність моделі узагальнювати, вимагаючи 

застосування додаткових методів регуляризації або збільшення обсягу даних. [3] 

Після завершення навчання модель оцінено на тестовій вибірці (450 

зображень), яка залишалася незалежною від тренувального та валідаційного 

процесів. Оцінка проводилася за допомогою методу model.evaluate у TensorFlow, 

який повернув наступні результати: точність (accuracy) - 85.3%, precision - 0.86, 

recall - 0.84, F1-Score - 0.85 (обчислено як F1=2⋅ precision⋅ recallprecision+recall 
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F1 = 2*precision*recall/precision+recall. Ці значення відповідають цільовим 

метрикам (accuracy ≥ 85%, F1 ≥ 0.80), підтверджуючи успішність базової 

реалізації. Час обробки одного зображення виміряно за допомогою model.predict 

на 100 випадкових тестових зображеннях і склав у середньому 0.18 секунди (з 

діапазоном 0.15-0.22 секунди), що значно нижче порогу 0.5 секунди. Ця 

швидкість досягнута завдяки компактній архітектурі моделі та оптимізації 

TensorFlow для CPU, включаючи векторизацію обчислень і багатопоточність. 

Для детального аналізу продуктивності побудовано матрицю помилок 

(confusion matrix) за допомогою sklearn.metrics.confusion_matrix. Результати по 

класах: 

− Кішки: 132 правильних із 150 (88%), 12 сплутано із собаками, 6 із 

птахами. 

− Собаки: 128 правильних із 150 (85%), 15 сплутано із кішками, 7 із 

птахами. 

− Птахи: 124 правильних із 150 (83%), 10 сплутано із собаками, 16 із 

кішками. 

Ці результати демонструють, що модель найкраще розпізнавала котів 

(88%), імовірно, завдяки виразним характеристикам, таким як форма обличчя, 

очей або вух, що легко виокремлюються згортковими шарами. Точність для 

собак була дещо нижчою (85%), через схожість із котами за текстурою шерсті та 

загальним силуетом, що ускладнює розпізнавання. Птахи мали найнижчий 

показник (83%), можливо, через їхній менший розмір на зображеннях 

(наприклад, птах на гілці займає лише частину кадру) і складніший фон (небо, 

листя), який вносить додатковий шум для моделі. 

Додатково розраховано метрику "Площа під кривою" (AUC) для ROC-

кривих кожного класу, використовуючи sklearn.metrics.roc_auc_score у форматі 

"one-vs-rest": коти - 0.92, собаки - 0.90, птахи - 0.88. Високі показники AUC 

(близькі до 1) свідчать про добру здатність моделі до розрізнення, проте нижче 

значення для птахів підкреслює труднощі їх класифікації. Крім того, виконано 

аналіз за метрикою категоріальної точності (categorical accuracy) по класах, що 
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продемонструвало аналогічні результати: коти - 0.88, собаки - 0.85, птахи - 0.83, 

що співпадає з матрицею невідповідностей (помилок). 

Для визначення стабільності моделі проведено крос-валідацію з трьома 

фолдами на навчальному наборі даних (2100 зображень). В середньому отримано 

точність 84.8% з відхиленням у ±1.2%. Цей показник подібний до тестової 

точності (85.3%), що вказує на стійкість моделі. Проте, невеликий обсяг даних 

знижує статистичну значущість крос-валідації. Хоча більша кількість фолдів (5 

або 10) теоретично могла б надати більш точні результати, це потребувало б 

значно більше обчислювальних ресурсів, що несумісне з наявними обмеженнями 

апаратури. 

Часові параметри моделі додатково було розглянуто для кожного етапу. 

Тривалість передбачення (inference) для одного зображення в середньому була 

0.18 секунди, в той час як повне оцінювання на тестовому наборі (450 зображень) 

забрало 82 секунди (0.182 секунди на зображення). Навчання однієї епохи 

тривало близько 5 хвилин 22 секунд, що залежить від розміру батчу, обсягу 

аугментації та особливостей апаратного забезпечення. Ці результати свідчать, 

що модель задовольняє вимоги швидкості обробки (<0.5 секунди), дозволяючи 

використовувати її на практиці навіть на менш потужному устаткуванні. [] 

Отримані показники ілюструють успішне навчання та оцінку моделі. 

Точність 85.3% та F1-Score 0.85 перевершують поставлені цілі (85% та 0.80), 

підкреслюючи здатність моделі коректно розподіляти зображення у межах 

заданої задачі. Високий F1-Score вказує на зваженість між precision (0.86) та 

recall (0.84), що є важливим для злагодженої роботи з трьома класами, де 

дисбаланс міг би суттєво понизити загальну якість. Швидкість обробки 0.18 

секунди являє собою значну перевагу, що робить модель придатною для 

практичних випадків застосування, таких як сортування світлин у реальному часі 

або аналіз зображень з камер спостереження. 

Проте, аналіз здобутків виявив певні проблеми, які потребують 

розв'язання. Найперша – перенавчання, про що свідчить різниця між точністю на 

тренувальному наборі (92.5%) і на тестовому (85.3%), а також між значеннями 
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втрат (0.21 проти 0.50). Це класична проблема для моделей з великою ємністю 

(25 мільйонів параметрів) у випадку обмеженого обсягу даних (3000 зображень 

у порівнянні з мільйонами у великих базах). Аугментація частково пом'якшила 

цей недолік, проте її ефективність обмежена штучністю трансформацій у 

порівнянні з реальними новими даними. 

Другий виклик полягає у гіршій класифікації птахів (83% точності проти 

88% для котів та 85% для собак). Причин може бути декілька: менший розмір 

об’єктів (птахи часто лише частково заповнюють кадр), більш складний фон 

(небо, гілки дерев, листя), менш виразні ознаки (пір’я vs шерсть). Згорткові шари 

з фільтрами 3x3 добре виявляють локальні деталі (наприклад, очі чи вуха), проте 

можуть втрачати контекст для дрібних об’єктів, як-от птахи, особливо якщо фон 

переважає на зображенні. Плутанина між котами та собаками (відповідно 12 і 15 

випадків) пояснюється схожістю текстур (довга шерсть) та форм (силуети, вуха), 

що ускладнює розпізнавання без глибшого аналізу ознак. 

Третій бік розгляду - стабільність функціонування моделі. Застосування 

крос-валідації виявило середню точність на рівні 84.8% (±1.2%). Цей показник 

близький до результату тестової вибірки, проте невелика величина стандартного 

відхилення натякає на чутливість до розподілу вхідних даних. Як теоретичне 

припущення, це може бути зумовлено неоднорідністю в самому наборі. Для 

прикладу: фотографії котів та собак, вірогідно, роблять частіше у приміщеннях з 

більш однорідним фоном, у той час як птахів найчастіше фотографують на 

вулиці, де оточення є набагато складнішим. Для зниження цієї чутливості варто 

збільшити як обсяг даних, так і ступінь їхньої різноманітності. 

Для наочності роботи моделі розглянемо декілька прикладів з тестової 

вибірки. Зображення кота з чітким профілем (біла шерсть, темний фон) було 

вірно віднесено до відповідного класу з ймовірністю 0.95, що демонструє високу 

продуктивність моделі для чітких об’єктів. Собака з довгою шерстю на траві 

отримала ймовірність 0.87 для правильного класу, але 0.10 для кота, що вказує 

на труднощі з розпізнаванням через текстуру. Птах на гілці на фоні зелені 
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отримав ймовірність 0.78 для вірного класу та 0.15 для собаки, що свідчить про 

вплив фону та розміру об’єкта на зроблені прогнози. 

 

3.2. Порівняння з іншими методами та оптимізація 

Теоретичні засади традиційних методів комп'ютерного зору. До появи 

глибокого навчання, у задачах класифікації зображень переважали традиційні 

методи комп'ютерного зору, що базувалися на ручному вилученні ознак з 

наступною класифікацією, використовуючи алгоритми машинного навчання. 

Такі методи, як SIFT (перетворення ознак, інваріантних до масштабу) та HOG 

(гістограма орієнтованих градієнтів), засновуються на виявленні локальних або 

глобальних характеристик зображень (наприклад, меж, кутів, градієнтів), що 

згодом передаються класифікаторам, на кшталт SVM (машини опорних 

векторів). Їх перевага полягає у нижчій обчислювальній складності та 

можливості працювати з невеликими обсягами даних, без застосування глибоких 

нейронних мереж. Для співставлення з розробленою CNN, ці методи були 

застосовані до того ж набору даних (3000 зображень), розподілених на 

тренувальну (2100), валідаційну (450) та тестову (450) вибірки. 

1. SIFT + SVM: SIFT, запропонований Девідом Лоу ще в 1999 році, – це 

метод, який виявляє ключові точки, котрі не змінюються при масштабуванні, 

поворотах та часткових змінах у освітленні. Алгоритм складається з кількох 

основних етапів: створення піраміди масштабів, використовуючи різницю 

гауссіанів (DoG), пошук екстремумів, які визначаються як ключові точки, 

надання їм орієнтації та формування дескрипторів (векторів, що мають 

розмірність 128), на основі гістограм градієнтів у локальних областях.  

 У даній задачі для кожного зображення було виявлено від 200 до 500 

ключових точок – кількість залежала від складності конкретного зображення 

(наприклад, чіткі контури котів давали більше точок, а птахи на зашумленому 

фоні – менше). Ознаки кодувались у форматі "мішок слів" (Bag of Visual Words), 

використовуючи словник розміром 500 кластерів, створений за допомогою 
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алгоритму k-means. Класифікація здійснювалась за допомогою SVM з ядром RBF 

(Radial Basis Function), яке дає змогу розділити класи нелінійним способом. 

2. Навчання тривало всього 12 хвилин на процесорі Intel Core i5, що 

значно швидше, ніж для CNN, де знадобилося 1 година 47 хвилин. Цей 

прискорений темп пояснюється меншою обчислювальною складністю. 

Перевірка на тестовому наборі продемонструвала результати: точність 72.4%, 

precision 0.73, recall 0.70, F1-score 0.71. Час, потрібний для обробки одного 

зображення, становив 0.35 секунди.Коти були класифіковані з найкращим 

результатом (75%), завдяки вираженим контурам мордочок та вух. Собаки 

показали 73% влучень, що зумовлено їхніми чіткими силуетами. Найменш 

успішно були розпізнані птахи (68%), що пов'язано з меншою деталізацією та 

наявністю шуму на фоні (небо, гілки).Теоретично SIFT-алгоритм показує високу 

ефективність при роботі з об'єктами, що містять виразні локальні особливості. 

Однак, його продуктивність знижується для зображень з текстурами (пір'я, 

хутро) та складним фоном, де важливим є врахування глобального контексту. 

3. HOG + SVM: HOG, розроблений Навнітом Далалом та Біллом Тріггсом 

у 2005 році, використовує обчислення гістограм орієнтованих градієнтів, 

отриманих з локальних зон зображення. Цей метод поділяє зображення на 

комірки (у нашому випадку 8x8 пікселів), визначає градієнти за величиною та 

напрямком, потім групує їх у блоки (2x2 комірки) і нормалізує, що робить процес 

інваріантним до освітлення. Для зображень розміром 224x224 було отримано 

вектор ознак з приблизною довжиною ~4000 на одне зображення. Для 

класифікації використовувалась SVM з лінійним ядром, яке працює швидше за 

RBF для великих векторів ознак. 

Навчання моделі тривало 15 хвилин. Результати оцінювання показали 

точність 74.6%, precision 0.75, recall 0.72, F1-Score 0.73, час обробки одного 

зображення становив 0.28 секунди. Найкращий результат (77%) показано на 

собаках, завдяки чітко визначеним силуетам і формам (лапи, хвіст). Кішки 

показали результат 74%, що пов'язано із певною подібністю до собак, а птахи - 

70%, що пояснюється меншими розмірами та наявністю шумного фону. HOG 
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ефективніший за SIFT у виявленні форм, але має обмеження у розпізнаванні 

текстур і дрібних деталей, що потребує додаткової обробки (наприклад, 

сегментації). 

Порівняння з базовою CNN (85.3%, F1-Score 0.85, 0.18 секунд) чітко 

демонструє суттєву перевагу підходів глибинного навчання. Традиційні методи 

відчутно поступаються як у точності (72.4% та 74.6% проти 85.3%), так і в F1-

Score (0.71 та 0.73 проти 0.85), крім того, виявляються повільнішими (0.35 та 0.28 

секунд проти 0.18). Теоретичне обґрунтування полягає у здатності CNN 

автоматично виявляти ієрархію ознак (від простих контурів до комплексних 

патернів), на відміну від SIFT та HOG, які використовують фіксовані алгоритми 

виділення ознак, нездатні адаптуватися до особливостей конкретних даних. 

Водночас традиційні методи мають меншу обчислювальну складність (тисячі 

операцій проти мільйонів у CNN), що може бути перевагою на слабшому 

обладнанні, попри те, що вони не досягають цільових показників задачі. 

Теоретичні засади порівняння з готовими CNN: MobileNetV2. Глибоке 

навчання дає альтернативу у вигляді попередньо навчених моделей, зокрема 

MobileNetV2, яку розробили в Google у 2018 році задля легких обчислень на 

мобільних пристроях. MobileNetV2 налічує 53 шари, 3.4 мільйони параметрів 

(порівняно з 25 мільйонами у базовій CNN) та базується на інвертованих 

залишкових блоках із глибинними сепарабельними згортками. Глибинні згортки 

(depthwise convolution) застосовують один фільтр до кожного каналу, а точкові 

згортки (pointwise convolution) поєднують результати, суттєво знижуючи 

кількість операцій порівняно зі стандартними згортками (3x3 у базовій моделі). 

Теоретично, це дозволяє MobileNetV2 отримувати високу точність з меншими 

ресурсами, що є ідеальним варіантом для задач з обмеженим обладнанням. 

Для порівняння, було застосовано трансферне навчання до MobileNetV2. 

Завантажено з TensorFlow Hub базову модель, яка попередньо навчена на 

ImageNet (1.4 мільйона зображень, 1000 класів). Усі шари, окрім верхніх, було 

заморожено (ваги не коригувалися). Додано шари Flatten, Dense(256, ReLU), 

Dropout(0.5) та Dense(3, Softmax), що призначені для класифікації трьох класів. 
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Навчання здійснювалось на тренувальному наборі даних (2100 зображень із 

застосуванням аугментації) протягом 10 епох, розмір батчу склав 32, 

оптимізатором виступав Adam (learning_rate=0.001), а функцією втрат було 

обрано categorical_crossentropy. 

Час тренування склав 1 годину та 12 хвилин, що є кращим показником у 

порівнянні з базовою моделлю (1 година 47 хвилин). Цей результат досягнуто за 

рахунок меншої кількості параметрів та оптимізованої архітектури. Оцінка на 

тестовому наборі показала точність 91.2%, precision 0.91, recall 0.90, F1-Score 

0.90, а час обробки даних склав 0.14 секунди. Розподіл по класам: кішки - 93%, 

собаки - 91%, птахи - 89%. 

MobileNetV2 демонструє суттєво кращі результати, ніж базова модель, за 

усіма показниками, особливо вражаючий прогрес для птахів (89% проти 83%). 

Це зумовлено наявністю більшої кількості ознак, отриманих з ImageNet, та 

глибшою архітектурою (53 шари проти 7 у базової моделі). З теоретичної точки 

зору, така перевага пояснюється здатністю MobileNetV2 виявляти складні 

закономірності, наприклад, найдрібніші деталі оперення або дзьоба. Водночас 

базова модель обмежена лише трьома згортковими шарами. 

Порівняння з базовою CNN демонструє, що передача навчання є 

ефективнішим рішенням для невеликих обсягів даних. MobileNetV2 показує 

кращі результати з точки зору точності (91.2% проти 85.3%), показника F1 (0.90 

проти 0.85) та швидкості обробки (0.14 проти 0.18 секунди), проте вимагає 

попереднього навчання на великому датасеті, що ускладнює її створення з нуля. 

Базова модель є простішою для розуміння та зміни, що є плюсом для навчальних 

цілей або адаптації до конкретних задач. 

Теоретичні засади оптимізації. Метою оптимізації моделі є зменшення 

перенавчання, покращення якості класифікації птахів та загального підвищення 

продуктивності, зберігаючи при цьому обмеження по апаратним ресурсам. 

Теоретично, перенавчання виникає, коли модель з великою кількістю параметрів 

(25 мільйонів) занадто сильно адаптується до даних з тренувального набору, що 

є малооб'ємними (2100 зображень). Для боротьби з цим застосовуються методи 
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регуляризації (Dropout, L2-регуляризація), тоді як покращення класифікації 

потребує поглибленого аналізу особливостей даних (додавання шарів) або більш 

ефективної аугментації. Тонке налаштування гіперпараметрів (швидкість 

навчання, розмір батчу) дозволяє точніше оптимізувати ваги мережі. 

1. Зменшення перенавчання: 

Збільшення Dropout: Імовірність відсіювання у шарі Dense змінили з 0.5 на 

0.7. Після повторного навчання протягом 20 епох, точність на тренувальному 

наборі опустилась до 89% (з попередніх 92.5%), валідаційна ж зросла до 85.5%, 

а тестова - до 85.6%. F1-Score залишився незмінним - 0.85. Час обробки склав 

0.18 секунди. Збільшення Dropout зменшило різницю між даними, що 

використовуються для навчання, та новими даними, поліпшивши узагальнення, 

хоча й дещо обмежило здатність моделі вивчати комплексні закономірності. 

L2-регуляризація: Додали L2 штраф (коефіцієнт 0.01) до шару Dense (256 

нейронів). Після 20 епох отримали: точність 85.1%, F1-Score 0.84, втрати на 

валідації - 0.45 (раніше було 0.50). Ефект виявився менш вираженим, ніж від 

Dropout, але призвів до стабілізації навчального процесу, знижуючи коливання 

втрат. 

Зменшення ємності: Число нейронів у шарі Dense зменшили з 256 до 128. 

Точність склала 84.7%, F1-Score 0.84, час обробки - 0.17 секунди. Перенавчання 

зменшилося (точність на тренувальному наборі - 88%), проте загальна 

ефективність моделі впала через втрату здатності обробляти складніші ознаки. 

2. Покращення класифікації птахів: 

Додавання згорткового шару: Уведено четвертий згортковий шар з 256 

фільтрами (3x3, ReLU, padding=same) перед Flatten-шаром. Навчання упродовж 

20 епох забезпечило точність 86.2%, показник F1 - 0.86, з покращенням для 

птахів до 85% (кішки - 88%, собаки - 86%). Тривалість обробки збільшилася до 

0.22 секунди через збільшення обчислювальних потреб (кількість параметрів 

сягнула ~28 мільйонів). Додатковий шар посилив здатність моделі розпізнавати 

дрібні деталі (пір'я, дзьоби), що було критично важливим для розпізнавання 

птахів. 
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Розширення аугментації: До ImageDataGenerator додано zoom_range=0.3, 

shear_range=0.2 та brightness_range=[0.7, 1.3]. Результат: точність 85.8%, F1-

Score 0.85, птахи - 84%. Час обробки - 0.18 секунди. Розширена аугментація 

імітувала ширшу варіативність зображень птахів (масштабування, перспектива), 

але ефект був меншим, ніж від додавання нового шару. 

Batch Normalization: Додано шар нормалізації після кожного Conv-шару 

для стабілізації активацій. Точність - 86.0%, F1-Score 0.86, птахи - 84.5%, час - 

0.20 секунди. BatchNorm прискорив процес навчання (загалом 1 година 35 

хвилин) та позитивно вплинув на узагальнення, проте незначно збільшив час 

обробки даних. 

3. Тонке налаштування гіперпараметрів 

Зменшення швидкості навчання: Застосовано ReduceLROnPlateau з 

вихідним значенням 0.001, що зменшувалася до 0.0001 при стабілізації втрат 

після 10 епох. Точність сягнула 86.0%, F1-Score - 0.86, втрати на валідації - 0.43. 

Адаптивна швидкість сприяла точнішому налаштуванню ваг на фінальних 

етапах. 

Зміна розміру батчу: Зменшено батч до 16 елементів. Час навчання 

збільшився до 2 годин 10 хвилин, проте точність досягла 86.5%, F1-Score - 0.86, 

завдяки більш стабільним градієнтам. Час обробки склав 0.19 секунди. 

Альтернативний оптимізатор: Замість Adam було протестовано RMSprop 

(learning_rate=0.001). Точність показала 85.7%, F1-Score - 0.85, час - 0.18 секунди. 

RMSprop продемонстрував схожі результати, проте виявився менш стабільним 

для птахів (83.5%). 

Аналіз здобутків оптимізації. Найбільш успішна оптимізована модель 

(додатковий згортковий шар, BatchNorm, батч 16, адаптивна швидкість 

навчання) продемонструвала точність 86.5%, F1-Score 0.86, час обробки 0.22 

секунди. Розподіл за класами: коти - 88%, собаки - 87%, птахи - 85%. 

Перенавчання скорочено (тренувальна точність - 90%, тестова - 86.5%), а 

класифікація птахів покращилася з 83% до 85% завдяки глибшому аналізу ознак 
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і стабілізації процесу навчання. Час обробки (0.22 секунди) лишився в рамках 

вимог (<0.5 секунди), що підтримує практичність застосування моделі. 

Порівняння з MobileNetV2 (91.2%, F1-Score 0.90, 0.14 секунди) показує, що 

оптимізована модель поступається в точності, але наздоганяє за F1-Score та 

залишається конкурентною у швидкості. Теоретично, MobileNetV2 перемагає 

завдяки попередньому досвіду навчання на ImageNet і полегшеній архітектурі, 

тоді як базова модель залежить від якості даних і глибини власної структури. 

Оптимізація довела, що додавання шарів і регуляризація здатні суттєво 

покращити CNN, створену з нуля, без переходу до складніших готових моделей. 

 

Рис. 3.1 - Порівняння з MobileNetV2 

 

Для ілюстрації порівняння розглянуто кілька тестових зображень: 

Кіт (біла шерсть, темне тло): Базова CNN - 0.95 (вірно), SIFT - 0.82 (вірно), 

MobileNetV2 - 0.98 (вірно). Оптимізована CNN - 0.96. 

Собака (коричнева шерсть, трава): Базова CNN - 0.87 (вірно), HOG - 0.79 

(вірно), MobileNetV2 - 0.93 (вірно). Оптимізована CNN - 0.90. 

Птах (на гілці, зелене тло): Базова CNN - 0.78 (вірно), SIFT - 0.62 (помилка: 

собака), MobileNetV2 - 0.91 (вірно). Оптимізована CNN - 0.85. 
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3.3. Впровадження та практичне застосування 

Підрозділ 3.3 присвячений практичному впровадженню розробленої 

системи ідентифікації зображень у реальні умови та аналізу її потенційного 

застосування. Оптимізована модель, описана в підрозділі 3.2, досягла точності 

86.5%, F1-Score 0.86 і часу обробки 0.22 секунди на стандартному обладнанні 

(Intel Core i5, 8 ГБ RAM, без GPU), що відповідає вимогам задачі: accuracy ≥ 85%, 

F1 ≥ 0.80, час ≤ 0.5 секунди. Цей етап охоплює теоретичні основи впровадження 

моделей машинного навчання, інтеграцію моделі в програмне середовище, 

створення користувацьких інтерфейсів, аналіз сценаріїв використання, оцінку 

практичної цінності, а також виявлення обмежень і шляхів їх подолання. Метою 

є демонстрація того, як система може функціонувати поза лабораторними 

умовами, враховуючи її сильні сторони (швидкість, точність, доступність) і 

слабкі (обмежений набір класів, слабша класифікація птахів). 

Впровадження моделей машинного навчання (ML) в реальні системи – це 

фінальний акорд розробки, що перетворює теоретичні та експериментальні 

досягнення у практичні рішення. Теоретично, цей процес охоплює кілька 

ключових аспектів: 

− Інтеграція моделі: Модель необхідно зберегти у форматі, придатному 

для перенесення (наприклад, .h5 або ONNX), та завантажити в середовище 

виконання передбачень, уникаючи перенавчання. 

− Оптимізація продуктивності: Ключовими аспектами для практичного 

застосування є швидкість обробки, обсяг моделі та сумісність з цільовою 

платформою. Це може вимагати стиснення або відповідного налаштування. 

− Інтерфейс користувача: Система повинна надавати зручний доступ 

(графічний інтерфейс, веб-сторінка, програмний інтерфейс), щоб кінцеві 

користувачі мали змогу взаємодіяти з нею без потреби у програмуванні. 

− Обробка реальних даних: Модель повинна бути здатною адаптуватися 

до нових даних, які відрізняються від тих, що використовувались для навчання, 

зберігаючи при цьому точність та стабільність роботи. 
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У рамках цієї роботи розгортання спирається на оптимізовану CNN із 

підрозділу 3.2, що складається з чотирьох згорткових шарів, нормалізації по 

батчу, Dropout з імовірністю 0.7 та адаптивної швидкості навчання. Її показники 

(86.5% точність, 0.22 секунди обробки) демонструють придатність до 

практичного застосування, але вимагають адаптації до реальних умов, таких як 

різноманітність вхідних зображень, обмежені обчислювальні ресурси чи потреби 

кінцевих користувачів. 

Інтеграція моделі в програмне забезпечення. Модель збережено у форматі 

.h5 після оптимізації (розмір приблизно 100 МБ) та інтегровано в Python-

середовище з використанням TensorFlow 2.15. 

Завантаження здійснювалося за допомогою команди model = 

f.keras.models.load_model('animal_classifier_optimized.h5'), що забезпечує 

швидкий доступ до структури та вагових коефіцієнтів моделі. Створено базовий 

скрипт для обробки зображень, який передбачає такі кроки: 

Завантаження зображення: Користувач визначає розташування файлу 

(скажімо, "photo.jpg") використовуючи командний рядок. 

 Попередня обробка: Зображення трансформується до розмірів 224x224 

з використанням OpenCV (cv2.resize), перетворюється з BGR в RGB формат 

(cv2.cvtColor), нормалізується до діапазону [0, 1] (ділення на 255) та набуває 

форми (1, 224, 224, 3) для проведення передбачення. 

 Передбачення: Функція model.predict() видає ймовірності 

приналежності до трьох категорій (коти, собаки, птахи). 

 Виведення результату: Відображається назва класу з найбільшою 

ймовірністю, разом із відповідним показником (наприклад, "Собака, 0.89"). 
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Рис. 3.2 - Інтеграція моделі в програмне забезпечення 

Скрипт було випробувано на 50 свіжих зображеннях, отриманих з вільних 

джерел (Instagram, Unsplash), які не використовувалися в первинному наборі. 

Точність показала 84.8% (43 правильні з 50), що є незначним зниженням у 

порівнянні з тестовою точністю (86.5%), що можна пояснити різноманітністю 

фонів та кутів зйомки. Час обробки коливався від 0.22 до 0.25 секунди, що 

повністю відповідає встановленим критеріям. 

Для зручності кінцевих користувачів створено два інтерфейси: 

1. Графічний інтерфейс (GUI) на Tkinter: Інтерфейс включає кнопку 

"Обрати файл", область для відображення зображення та текстове поле для 

результату: 
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Рис. 3.3 - Розробка користувацьких інтерфейсів. 

 

 

Рис. 3.4 - Розробка користувацьких інтерфейсів. 

 

GUI протестовано на Windows 10: повний цикл (завантаження, обробка, 

виведення) займав ~0.5 секунди, включаючи накладні витрати інтерфейсу. 

2. Веб-додаток на Flask: Створено сервер із маршрутом для завантаження 

зображень через HTML-форму. Код сервера: 
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Рис. 3.5 - Веб-додаток на Flask 

 

HTML-шаблони (upload.html і result.html) дозволяють завантажувати 

зображення та відображати результат. Середній час обробки через локальний 

сервер - 0.7 секунди, включаючи мережеві затримки. 

Система має широкий спектр потенційних застосувань, враховуючи її 

швидкість і точність: 

Сортування фотографій в повсякденному житті: Інтеграція з локальними 

або хмарними фотоальбомами (наприклад, Google Photos, Dropbox) для 

автоматичного маркування зображень. Користувач завантажує фотографію 

собаки, і система додає тег "Собака" за 0.22 секунди, що полегшує пошук у 

великому сховищі. Теоретично, це можна розширити до API-сервісу, де обробка 

тисячі зображень триває лише кілька хвилин. 

1. Моніторинг тварин в притулках: В притулках система може 

класифікувати фотографії нових тварин для внесення до бази даних. Наприклад, 
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волонтер фотографує кішку, і система за 0.5 секунди (з графічним інтерфейсом) 

визначає її вид, автоматично додаючи запис до реєстру. Це заощаджує час 

порівняно з ручним введенням інформації. 

2. Екологічні дослідження: Орнітологи можуть застосовувати модель для 

аналізу знімків з фотопасток. Наприклад, фото птаха на гілці класифікується за 

0.22 секунди, допомагаючи відстежувати популяції без необхідності ручного 

аналізу сотень зображень. 

3. Освітні додатки: Мобільний додаток для дітей або студентів, де 

користувач фотографує тварину за допомогою камери, а система визначає її вид 

та надає відповідну інформацію (наприклад, "Це птах, мешкає в лісах"). За 

допомогою стисненої моделі (TensorFlow Lite) це можливо навіть на 

малопотужних смартфонах. 

4. Контроль якості в зоомагазинах: Система може перевіряти фотографії 

товарів (наприклад, іграшок у вигляді кішок чи собак) для автоматичного 

сортування на складах. 

Практичне значення моделі полягає в її простоті та продуктивності. 

Швидкість в 0.22 секунди дозволяє обробляти до 270 зображень за хвилину на 

одному ПК, що чудово для малих організацій або приватних осіб. Точність у 

86.5% є достатньою для побутових та напівпрофесійних потреб, а відсутність 

потреби у GPU робить систему економічно вигідною (вартість обладнання ~$300 

проти $1000+ із GPU). Теоретично, це відповідає концепції "легких" ML-систем, 

які балансують між ефективністю та доступністю, що особливо цінно за 

обмежених ресурсів. 

Для оцінки корисності проведено тестування на 20 добровольцях 

(студенти, волонтери притулків, фотографи). Кожен завантажив по 5 зображень 

через веб-додаток. Результати показали: 85% користувачів оцінили систему як 

зручну, 90% передбачень (90 зі 100) були вірними для типових фото 

(кішки/собаки вдома, птахи на природі). Помилки траплялися для птахів на 

складному фоні (50% вірних) і зображень з кількома тваринами (30% вірних), що 

вказує на обмеження поточної моделі. 
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Рис. 3.6 - Результат коду без дизайну 

 

 

 Рисунок 3.7 - Результат коду без дизайну 
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Рисунок 3.8 - Результат коду без дизайну 

 

 

Рисунок 3.9 - Результат коду без дизайну 

 

Впровадження виявило кілька обмежень: 

− Модель розрізняє лише три типи, що суттєво обмежує її практичне 

застосування. Скажімо, в закладі з гризунами або плазунами, вона буде 

безсилою, якщо її не доопрацювати. 

− Незначна різниця між точністю на навчальних даних (90%) та 

результатами на нових даних (84.8%) свідчить про потенційне падіння 
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ефективності для зображень в нестандартних умовах, таких як затемнення або 

розмиття. 

− Точність в 85% для птахів проти 88% для котів і 87% для собак є 

проблемним місцем у задачах, де птахи є ключовим об'єктом (наприклад, в 

екології). Помилки часто виникають через невеликі розміри птахів на зображенні 

або шумне фонове середовище. 

− Модель не показує результату, якщо на фото декілька тварин або ж 

тварина відсутня, що вказує на необхідність використання детекції об’єктів. 

Для усунення обмежень і підвищення застосовності проведено додаткові 

вдосконалення: 

− Застосовано TensorFlow Lite для квантування (перехід з float32 на int8), 

що дало змогу зменшити обсяг з 100 МБ до 25 МБ. Точність трохи просіла до 

86.0%, проте час обробки зменшився до 0.19 секунди. Це відкриває можливість 

розгортання на смартфонах чи Raspberry Pi. 

− Впроваджено порогове значення ймовірності (<0.6), при досягненні 

якого буде виводитися "Невідомий клас". Тестування на 20 знімках без тварин 

(пейзажі, об'єкти) показало 90% правильних відхилень, збільшивши надійність 

роботи. 

− Веб-додаток отримав додаткову опцію збереження результатів у 

форматі CSV (наприклад, "photo1.jpg, Кіт, 0.92"), що зручно для ведення баз 

даних притулків чи проведення досліджень. 

− Модель перевірено з веб-камерою через OpenCV (cv2.VideoCapture), 

класифікуючи кадри кожні 0.5 секунди. Точність на "живих" об'єктах 

(кішки/собаки в приміщенні) сягнула 83%, що дещо нижче через рух і умови 

освітлення. 

Тестування веб-додатку на добровольцях показало: 

− Зручність: 17 з 20 (85%) оцінили простоту взаємодії та оперативність. 

− Точність: Зі 100 картинок 90 розпізнано правильно (90%). Кішки - 95% 

(19/20), пси - 92% (18/20), птахи - 75% (15/20). 
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− Складнощі: Птахи на фоні з численними деталями (листя, небо) - 50% 

успішних (5/10). Зображення з двома тваринами - 30% коректних (3/10), часто 

класифікувалося навмання. 

Тестування з використанням веб-камери (10 хвилин, 1200 кадрів) 

продемонструвало точність 83% при розпізнаванні статичних об'єктів 

(коти/собаки). Однак для птахів, через їхній рух і недостатню деталізацію, 

точність сягнула лише 60%. Стиснута модель, що працює на Raspberry Pi 4 (4 ГБ 

RAM), показала час обробки 0.35 секунди, а її точність склала 85.5%, що 

підтверджує її придатність для портативного використання. 

 

Висновок до третього розділу 

Третій розділ присвячений реалізації, тестуванню та впровадженню 

системи ідентифікації зображень. У підрозділі 3.1 модель на базі CNN навчено 

на наборі із 3000 зображень, досягнувши точності 85.3%, F1-Score 0.85 і часу 

обробки 0.18 секунди, що відповідає вимогам (accuracy ≥ 85%, F1 ≥ 0.80, час ≤ 

0.5 секунди). Виявлено легке перенавчання та слабшу класифікацію птахів 

(83%). У підрозділі 3.2 проведено порівняння з SIFT (72.4%), HOG (74.6%) і 

MobileNetV2 (91.2%), а оптимізація (додатковий шар, BatchNorm, регуляризація) 

підвищила точність до 86.5% і покращила птахів до 85%. Підрозділ 3.3 

реалізував систему в GUI та веб-інтерфейсі, підтвердивши її практичність для 

сортування фото, моніторингу тварин і освіти зі швидкістю 0.22 секунди. Отже, 

система ефективна, але потребує розширення даних і детекції для складних 

сценаріїв, що відкриває перспективи  
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ВИСНОВОК 

У рамках роботи розроблено систему ідентифікації зображень для 

класифікації трьох класів (кішки, собаки, птахи) на основі згорткової нейронної 

мережі (CNN). Проведено постановку задачі, розроблено архітектуру моделі з 

чотирма згортковими шарами, виконано її програмну реалізацію в Python із 

TensorFlow, навчено на наборі даних із 3000 зображень і оптимізовано для 

підвищення точності та узагальнення. Модель протестовано, досягнувши 

точності 86.5%, F1-Score 0.86 і часу обробки 0.22 секунди, що відповідає вимогам 

(accuracy ≥ 85%, F1 ≥ 0.80, час ≤ 0.5 секунди). Система інтегрована в графічний і 

веб-інтерфейс, забезпечуючи практичне застосування для сортування фото, 

моніторингу тварин і освіти. Робота охопила повний цикл розробки - від аналізу 

до впровадження, підтвердивши можливість створення ефективної CNN із нуля 

на стандартному обладнанні. 

Запропонована система продемонструвала вражаючі результати, 

досягнувши показників точності 86.5%, F1-оцінки 0.86, а час обробки склав 0.22 

секунди на стандартному комп'ютері (Intel Core i5, 8 ГБ оперативної пам'яті, без 

відеокарти). Це перевищує поставлені цілі (точність ≥ 85%, F1 ≥ 0.80, час ≤ 0.5 

секунди). Зіставлення з попередніми підходами (SIFT - 72.4%, HOG - 74.6%) та 

MobileNetV2 (91.2%) виявило її перевагу над першими та 

конкурентоспроможність із другим, особливо враховуючи, що система була 

розроблена з нуля. 

Система стабільно розпізнає котів (88%) та собак (87%), трохи гірше з 

птахами (85%), але її швидкість обробки та доступність роблять її практичною 

для застосування у домашніх умовах, екологічних дослідженнях та освітніх 

цілях. Проведені оптимізації (додатковий шар, BatchNorm, регуляризація) 

сприяли зменшенню перенавчання, підтверджуючи ефективність обраної 

стратегії. 

Майбутній поступ системи окреслюють у кількох векторах. Передусім - 

збільшення обсягу даних та категорій (скажімо, гризуни, плазуни) задля 

універсальності. По-друге - інтеграція з детекторами об'єктів (YOLO, SSD), що 
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дасть змогу опрацьовувати комплексні зображення з множинними тваринами 

або фоновим хаосом, вдосконалюючи класифікацію птахів. Третій крок - 

подальше стиснення моделі (pruning, квантизація), щоб вона працювала на 

малопотужних пристроях, зберігаючи точність. Четверте - створення мобільного 

застосунку з функцією розпізнавання в реальному часі та навчальним контентом. 

У сукупності, ці заходи сприятимуть масштабованості системи, підвищенню її 

точності до рівня готових моделей (MobileNetV2) та розширенню сфери 

практичного використання. 
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